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Sammanfattning

Manga problem &r sd komplexa att det inte dr mdjligt att erhalla en optimal 16sning
inom en rimlig tidsram. Optimering &r en teknik som alltid funnits och som blivit allt
vanligare under de senaste decennierna for att méta den Okade efterfragan pa sa nira
optimala l6sningar som mdjligt for komplexa problem. Partikelsvirmsoptimering, PSO,
ar en relativt ny optimeringsmetod, som forst presenterades ar 1995. Sedan ar 1995 har
intresset for PSO okat, mest tack vare dess pavisade effektivitet vad géller optimering,
men kanske dven tack vare dess bakomliggande teorier om kollektiv intelligens. Idén med
kollektiv intelligens och PSO é&r att lata en grupp individer samarbeta vid sokandet efter
optimala 16sningar till problem genom att de enskilda individerna delar med sig av sina
erfarenheter till resten av gruppen. Gaussisk partikelsvirmsoptimering, GPSO, utvecklades
2003 for att tackla nagra funna svagheter hos tidigare PSO-metoder. GPSO visade sig vara
en lovande forbattring gentemot tidigare PSO-metoder, men mer forskning ansags behdvas
for att bekrifta GPSO-metodens effektivitet.

Den hir uppsatsen ger en oversikt 6ver PSO och de vanligaste varianterna av PSO-
algoritmer. Uppsatsen undersoker effektiviteten hos GPSO och andra vanliga PSO-metoder
for ickelinjara begriansade flerdimensionella problem, och visar att GPSO inte alls medfor
nagon forbattring Overlag gentemot 6vriga undersokta PSO-metoder. Uppsatsen styrker
dven tidigare pavisad effektivitet hos PSO genom en jimforelse med en erkind och bra

optimeringsmetod som bygger pa en annan teknik.






Particle swarm optimization

An overview and evaluation

Many problems are so complex that it is not possible to find an optimal solution within
a reasonable time frame. Optimization is a technique that has always existed and that
has become more and more common during the last decades to meet the demands of as
close to optimal solutions as possible for complex problems. Particle swarm optimization,
PSO, is a relatively new optimization method that was first presented in 1995. Since 1995
the interest for PSO has increased, mostly due to its shown efficiency when it comes to
optimization, but possibly also due to the underlying theories of collective intelligence.
The idea of collective intelligence and PSO is to let a group of individuals cooperate in
the search for the optimal solutions to problems by letting each individual share their
experiences with the rest of the group. Gaussian particle swarm optimization, GPSO, was
developed in 2003 to address a few weaknesses found in previous PSO-methods. GPSO was
shown to be a promising improvement over previous PSO-methods, but more research was
said to be needed to confirm the efficiency of GPSO.

This dissertation presents an overview of PSO and the most common variants of PSO
algorithms. The dissertation examines the efficiency of GPSO and other common PSO-
methods for nonlinear constrained multidimensional problems, and shows that GPSO over-
all does not result in an improvement over other examined PSO-methods. The dissertation
also verifies the previously shown efficiency of PSO by comparison to a good and recognized

optimization method that is based on a different technique.
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Kapitel 1

Inledning

Maénniskan har alltid varit en problemldsare. Medan en del problem ar vildigt vardagliga
och enkla, dr andra langt mer komplexa och dirmed svarlosta. Trots att dagens teknik
utvecklas i en rasande takt finns det dn sa ldnge ingen mojlighet att 16sa de mer komplexa
problemen exakt. De mer komplexa problemen kan idag endast 16sas med hjilp av nagon
numerisk metod genom att successivt ndrma sig den exakta losningen. Det gar inte alltid
att finna den exakta losningen inom rimliga tidsramar, men det gar ofta att komma valdigt
nira. Under 1900-talet har flertalet optimeringsmetoder arbetats fram med avseendet att
minimera tidsatgangen och finna allt exaktare losningar vid l6sning av komplexa problem.
En av de nyare optimeringsmetoderna, kallad partikelsvirmsoptimering (Particle Swarm
Optimization, PSO), utvecklades av Eberhart och Kennedy ar 1995 [1]. Partikelsvirmsop-
timering utnyttjar, till skillnad fran tidigare metoder, den kollektiva problemlésningsfor-
magan hos en grupp individer [2]. Med kollektiv problemlésningsférméaga menas att en
individ i en grupp av individer kan dra nytta av 6évriga gruppmedlemmars erfarenheter.
Inom omradet partikelsvirmsoptimering har en rad olika metoder utvecklats dir det
stora antalet bara innebdr sma forfiningar av originalmetoden, Standard PSO (SPSO).
Barry R. Secrest och Gary B. Lamont utvecklade dock sa sent som ar 2003 en metod

vilken innebar en ganska radikal fordndring gentemot SPSO, Gaussian Particle Swarm

1



2 KAPITEL 1. INLEDNING

Optimization (GPSO) [3]. Tanken med GPSO var att tackla nagra svagheter hos tidigare
PSO-metoder som upphovsmakarna identifierat. Upphovsmakarna till GPSO visade genom
experiment att GPSO innebar en stor effektivitetsméissig forbattring gentemot SPSO hos
fem icke-linjira, kontinuerliga och begridnsade problem. De problem vilka anvindes i ex-
perimentet var dock endast av tva dimensioner och den SPSO-algoritm som anvéndes var
pa intet sdtt optimal. Vad som menas med att SPSO-algoritmen inte var optimal ar att
ett antal enkla forbéttringar vilka paverkar algoritmens effektivitet valts bort.

Malet med denna uppsats dr att ge en o6verblick 6ver omradet kollektiv intelligens,
framst partikelsvirmsoptimering, och nirmare undersoka hur GPSO star sig i jamforelse, i
fraga om algoritmeffektivitet, med ett antal vanliga varianter av PSO, &ver ett storre antal
dimensioner dn vad som tidigare undersokts.

Uppsatsen inleds med en introduktion till optimeringslira i kapitel 2 vilket kommer
att ligga till grund for forstaelsen av uppsatsen som helhet. Uppsatsen gar sedan vidare
med att allmént beskriva kollektiv intelligens i kapitel 3 for att i kapitel 4 i detalj beskriva
stora delar av omradet optimering med svirmar. I kapitel 5 beskrivs genomférandet av
huvudmalet hos uppsatsen - jimforelsen mellan GPSO och andra vanliga varianter av
PSO - och resultatet. Slutligen avslutas uppsatsen i kapitel 6 med slutsatser och en kort

sammanfattning.



Kapitel 2
Optimeringslara

Optimeringsliaran har ursprungligen sina rétter i tillimpad matematik och anvinds idag vid
olika typer av beslutsfattning. Fran att i borjan ha anvénts for militdra Andamal tillampas
optimeringslaran idag 6ver ett stort antal tekniska och ekonomiska tillimpningsomraden
av vilka nagra beskrivs kortfattat i sektion 2.6. Optimeringslidran innefattar anvindandet
av matematiska modeller och metoder med &ndamalet att fatta sa bra beslut som mdjligt.
Ett grundliggande krav vid applicering av en optimeringsmodell pa ett problem &r att
det finns nagot i problemstillningen som kan varieras, en si kallad variabel. Malet med
optimering ur ett matematiskt perspektiv ar saledes att sdka de virden pa problemets
variabler vilka maximerar eller minimerar en mélfunktion®. Malfunktionen #r i manga fall
bara en uppskattning av det verkliga problemet som skall 16sas eftersom det ofta &r svart
att modellera ett problem fullstdndigt, och optimering bor i dessa fall endast betraktas
som en uppskattning [4]. [5]

I sektion 2.1 behandlas sjilva optimeringsprocessen vilka samtliga modeller utgar ifran.
I sektion 2.2 beskrivs linjar och ickelinjidr optimering och skillnaden mellan dessa. Sek-

tion 2.3 och sektion 2.4 tar upp bivillkor till problem respektive skillnaden mellan diskreta

I Mélfunktionen, i vissa fall kallad fitnessfunktion (sektion 4.1), #r en modell av problemet som skall
optimeras.
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och kontinuerliga variabler. Sektion 2.5 tar upp grundliggande komplexitetsteori for savil
algoritmer sasom problem och kapitlet avslutas genom att i sektion 2.6 ta upp nagra

tillampningsomraden f6r optimering.

2.1 Optimeringsprocessen

En stor del av denna sektion &r hamtad ur boken Linjdr och ickelinjir optimering av Jan
Lundgren, Mikael Ronnqvist och Peter Varbrand |5].

Optimeringsprocessen dr en generell arbetsgang som tillimpas vid modellering och 16s-
ning av optimeringsproblem. Huvudsyftet med att arbeta med en optimeringsprocess ir att
skapa underlag och riktlinjer vid beslut rorande det aktuella problemet. Optimeringspro-
cessen leder till en systematisk strukturering av problemstéillningen bestaende av olika
faser, steg, vilka illustreras i Figur 2.1.

Givet ett problem som i manga fall kan vara oerhort komplext dr forsta steget att
identifiera, avgriansa och férenkla problemet och géra det mer hanterbart. Forsta fasen kan
saledes besta i att minska detaljrikedomen och ta bort faktorer som inte kan inkluderas
eller har mindre betydelse, for att pa sa sitt begrinsa antalet paverkade faktorer. Den
minskade detaljrikedomen i det férenklade problemet &r saledes en avvigning mellan mot
den slutgiltiga realismen och anvindbarheten hos resultatet.

Fas tva gar ut pa att ta fram en matematisk modell genom en matematiskt formulering
av det forenklade problemet. Den matematiska formuleringen involverar identifiering av
variabler, malfunktion och eventuella bivillkor. Bivillkor tas upp i sektion 2.3.

I fas tre appliceras en optimeringsmetod pa den tidigare framtagna modellen. Pro-
gramvaran som implementerar optimeringsmetoden dr i manga fall nagon kommersiell
programvara - exempel &r MATLAB, CPLEX och OSL - men ibland krivs framtagandet
av egenutvecklad programvara for att pa sa siatt utnyttja kiinda egenskaper hos problemet.

I fas fyra giller det att validera att modellen speglar det ursprungliga problemet pa ett
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tillfredsstillande satt samt att utifran den erhallna 16sningen verifiera l16sningens korrekthet

i forhallande till optimeringsmodellen.

Problem

Identifiering, avgransning ach férenkling

Verifiering
—™ Forenklat problem

Validering lFormulering

Optimeringsmodell

letimeringsmetod

Lésning

!

Resultat

Figur 2.1: Schematisk bild av optimeringsprocessen

2.2 Linjar och ickelinjar optimering

For att ett problem skall klassas som linjart ska malfunktionen vara linjir men &ven prob-

lemets bivillkor. En funktion z dr linjir om den kan skrivas som

n
Z = E C;;
=1
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ZAJZZZIZS(?J,] = 1,...,m
i=1

r, > 0,1=1,....n

dér ¢; ar koefficienten i malfunktionen for x;, A;; ar bivillkorskoefficienten for variabeln z; i
bivillkor j och b; &r hogerledskoefficienten i bivillkor j. Generellt for linjéra problem géller
att varje lokalt optimum &ven ar ett globalt optimum, vilket kommer utav att en linjér
funktion alltid &r bade konvex? och konkav>. [4]

Till skillnad fran linjdra problem kan inte ickelinjdra problem skrivas pa en generell
form, da utseendet pa ickelinjdra problem beror pa hur de ickelinjdra sambanden &r for-
mulerade. Pa grund av detta finns det heller ingen generell metod for att 16sa denna klass
av problem. I fallet med ickelinjira problem maste saledes en 16sningsmetod anpassas efter
det problem metoden &mnas appliceras pa. [5]

Eftersom ickelinjara problem inte kan skrivas pa en generell form, delas ickelinjira
problem ofta vidare in i olika typer av ickelinjdra problem. Ett grovt sitt att kategorisera
ickelinjéra problem &r huruvida de ar begrinsade, det vill sdga har bivillkor, eller obegrin-

sade. [5]

2.3 Bivillkor

Bivillkor definierar begransningar hos variablerna & fér malfunktionen f(Z). Ett minimer-

ingsproblem uttryckt med bivillkor kan d& formuleras

. . Cl(f) = O, 1€0
min(f(Z)), begransad av
Cl(f) > O, 1€

2f(Z) #r en konvex funktion om det for varje val av punkter #; och &> som tillhér det tilldtna omréadet
och da 0 < X\ <1 galler att f(AZ1 + (1 — N)Za) < Af(F1) + (1 = N) f(Z2)

3 f(Z) #r en konkav funktion om det for varje val av punkter #; och &> som tillhér det tilldtna omradet
och da 0 < X\ <1 galler att f(AZ1 + (1 — N)Z2) > Af(71) + (1 — \) f(Z2)
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dir ¢; ar ett specifikt bivillkor, © dr méingden av samtliga index ¢ dér ¢; representerar en
likhetsbegransning och 2 &r mangden av samtliga index ¢ dar ¢; representerar en olikhets-
begransning. [5]

Alla likhetsbegransningar samt de olikhetsbegrénsningar vilka &r uppfyllda med likhet
i en given punkt kallas aktiva begrinsningar i den punkten och brukar betecknas A. A;

motsvarar da en specifik aktiv begransning. [4]

Som ett enkelt exempel antag

min(f (7)), f(¥) =321+ 52y, = , begrinsad av
Z2 1+ 29 <2
vilket ger
(T 2 —x
o(¥) = S I , ©={1}, @ ={2}
() —T] — Ty + 2

Antag vidare att samtliga begrinsningar ar aktiva sa ger det

2

r{ —

1 2
A= ,

1+ T2 2

Syl
Il

2.4 Diskreta vs kontinuerliga problem

Da malfunktionens samtliga variabler z; € R sigs problemet vara kontinuerligt. P4 motsvarande
sitt sigs problemet vara diskret i de fall da samtliga variabler z; € ¢ déir £ representerar
en dndlig mingd. I de fall dir £ = {0, 1} bendmns problemet istéllet som ett kombina-
toriskt problem och da malfunktionen bestar av variabler av varierande karaktir bendmns

problemet som ett blandat heltalsproblem, eller pa engelska mixed integer problem. [6]
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2.5 Grundliggande komplexitetsteori

Komplexitetsteori &mnar kategorisera problemtyper efter deras losbarhet. Inom komplex-
itetsteorin skiljs det pa algoritm- och problemkomplexitet, dir algoritmkomplexitet avs-
er uppskatta fordndringen i berdkningstid vid férdndring av problemstorlek medan prob-
lemkomplexitet &mnar kategorisera sjélva problemet efter komplexiteten att finna en 16s-
ning. [5]

Algoritmkomplexitet tas upp i sektion 2.5.1 och problemkomplexitet i sektion 2.5.2.

2.5.1 Algoritmkomplexitet

Vid framtagandet av en algoritm &r det onskvirt med ett matt pa dess effektivitet for
att mojliggora jamforelser gentemot existerande algoritmer. Algoritmkomplexitet anvinds
i syftet att ge ett matt pa fordndringen i en algoritms berdkningstid nar problemstorleken
forandras, vilket kan anvindas vid jamforelser mellan olika algoritmer.

En ordofunktion, O, anvinds for att ange en ovre grins for antalet berikningssteg?
hos en algoritm i férhallande till storleken pa det aktuella problemet som kriavs. Genom
att uttrycka berdkningstiden som en funktion av problemstorleken, O(f(n)), erhalls kun-
skap om algoritmens uppférande da problemstorleken vixer, eftersom berdkningstiden &r
proportionell mot antalet berdkningssteg. Det exakta antalet berdkningssteg dr oftast inte
relevant s& f(n) forenklas vanligtvis till den mest betydelsefulla termen da n — co. Vidare
giller att f(n) = O(g(n)) for tva funktioner f(n) och g(n) om det finns en konstant c¢
sadan att f(n) = cg(n) da n — oo. [5]

Antag

f(n) = 6n"* +100n° + 2n

vilket ger

lim f(n)~ lim 6n* = g(n) = n*

n—0o0 n—oo

4Summan av samtliga matematiska operationer som krivs vid 18sandet av ett specifikt problem.
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Saledes siigs en algoritm som kriver f(n) berikningssteg ha komplexiteten O(n?).

2.5.2 Problemkomplexitet

En stor del av denna sektion om problemkomplexitet dr hiamtad ur boken Linjdr och
ickelinjdr optimering av Jan Lundgren, Mikael Ronnqvist och Peter Vérbrand [5].

Problem kan delas upp i olika klasser efter deras komplexitet, hur svarlosta de &r.
Klassificeringen sker i regel genom att betrakta en transformation av problemet, ett sa
kallat igenkdnningsproblem. Hur igenkidnningsproblem ser ut och formuleras &r inget som
tas upp i denna uppsats, men det kan sigas att ett optimeringsproblem generellt sett
inte dr svarare att 10sa dn dess motsvarande igenkdnningsproblem och optimeringsproblem
klassificeras i regel efter hur svarlosta deras respektive igenkdnningsproblem &r.

Den forsta klassen av problem kallas latta problem och betecknas P, dir P kommer
fran engelskans polynomial. Problem av klassen P karakteriseras av att problemen kan
l6sas med hjilp av en algoritm av polynomisk komplexitet.

En annan klass av problem ar klassen N P, diar P ingar och N P star for nondeterministic
polynomial, som bestar av alla optimeringsproblem vars l6sningar kan verifieras med hjalp
av en algoritm av polynomisk komplexitet. Att en 16sning kan verifieras innebar att det ar
mojligt att avgéra om l6sningen ar béttre &n en annan 16sning.

De svaraste optimeringsproblemen tillhoérande klassen N P kallas N P-svdra, eller N P-
hard, och &r problem som inte kan bevisas vara losbara med hjilp av en algoritm av

polynomisk komplexitet.

2.6 Tillampningsomraden

Optimering anvinds frekvent i dagens teknologiska samhille i allt fran planering och logis-
tik till att maximera en ekonomisk vinst. Eftersom antalet tillaimpningsomraden &r stort

begrinsas denna sektion till att endast kort ta upp ett fatal specifika tillimpningsomra-
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den med syftet att ldsaren sjilv ska fa upp 6gonen for méjliga anvindningsomraden. Valda
tilldimpningsomraden i denna sektion &r hiamtade ur boken Linjdar och ickelinjar optimering

av Jan Lundgren, Mikael Ronnqvist och Peter Varbrand |[5].

e Tillverkning av kretskort
Vid kretskortstillverkning anviinds en uppsjo av olika komponenter vilka varje tillverkn-
ingsmaskin endast kan halla att begrinsat antal av vid ett tillfille. Det &r ocksa van-
ligt att en och samma maskin tillverkar en rad olika kretskort under en och samma
tidsperiod. P4 grund av att komponentbyte i en maskin ar férknippat med en tidsfor-
lust &mnar optimeringsprocessen bestimma den ordning vilken korten tillverkas i och

det sétt byte av komponenter sker pa som minimerar den totala tillverkningstiden.

e Borrning av monsterkort
Problemet med borrning av monsterkort kan betraktas som problemet att hitta den
kortaste vigen vilken férbinder samtliga borrpunkter pa monsterkortet. Da tiden for
att borra ett hal i stort sett ar konstant medfér det att den totala tiden da det inte

borras dr proportionell mot hur lang stricka borren behover forflyttas mellan halen.

e Schemaliggning
Problemet med schemaliggning aterkommer frekvent inom manga olika omraden. En
av de mest uppenbara kanske dr skolscheman dar lektioner med tillhérande ldrare,
elever, salar och tider ska kombineras pa ett effektivt sitt. Larare och elever kan
endast befinna sig pa en plats samtidigt, salar far inte dubbelbokas och kursernas
timplaner skall efterféljas. Samma typ av problem aterfinns bland annat vid beman-

ningsplanering, planering av flygrutter samt vid ruttplanering av frakt.

e Design av telenét
Vid konstruktion av fasta telenit ricker det inte att beakta den for stunden bés-
ta losningen utan dven framtida behov bor undersokas. Efter en approximation av

framtidens behov géller det att avgora hur nétets knutpunkter ska anslutas for att
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minimera kostnaderna och samtidigt kunna klara av det framtida behovet. For luft-
buren kommunikation bestar problemet istillet av utplacering av basstationer och
bestimmandet av antalet sindare som behovs. Ytterligare ett problem som blir gil-
lande i mobila telendt ar fordelningen av frekvensband med malet att minimera
storningar fran narliggande basstationer. Med minimal stérning kommer maximal

genomstrommning av teletrafik att kunna erhallas.

e Styrning av trafiksignaler
For att styra trafiken samt 6ka framkomligheten pa vigarna i stader anvands trafiksig-
naler. Vid planeringen av trafiksignalerna ingar bland annat att bestimma intervallen
for r6d /gron-faserna och i vilken ordning trafiken fran olika riktningar i en korsning

ska passera. Med en god planering kan trafikanterna uppleva en sa kallad “gron vag”.






Kapitel 3
Kollektiv intelligens

Intelligens ar ett begrepp vars betydelse och innebord ldnge har varit, och fortfarande ér,
ett hett diskussionsimne bland forskare virlden 6ver. Uppslagsbdcker beskriver ofta ordet
intelligens som formagan att tidnka, resonera, forsta, analysera och kunna dra nytta av
tidigare erfarenheter. Men dven om det finns definitioner av intelligens i uppslagsbocker,
finns det ingen vedertagen vetenskaplig betydelse av intelligens [7].

Nér de forsta datorerna kom, borjade omedelbart paralleler dras mellan den ménskliga
hjarnan och datorprogram. Datorer kan lagra information for senare aterkallande, bearbeta
symbolisk information, erhalla slutsatser fran premisser, och sa vidare - sadant som den
manskliga hjarnan ocksa kan gora. Saledes borde en dator kunna vara intelligent om en
ménniska kunde vara intelligent, och ddrmed var den artificiella intelligensen f6dd. [2]

En definition av Artificiell Intelligens (AI) vilken gavs vid en IEEE konferens angaende
neurala néitverk ar 1996 siger att Al ar forskning kring hur datorer skall utféra sadana
uppgifter vilka ménniskor &r bittre pa [8]. Traditionellt sett handlar AT ofta om fristaende
enheter vilka besitter en viss problemlésningsformaga och som agerar helt individuellt vid
problemlosning.

Det ar forst pa senare ar som kollektiv intelligens borjat utforskas pa allvar. Svir-

mintelligens (Swarm Intelligence, SI) ar ett omrade inom Al som bygger pa just kollektiv

13
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intelligens. Forskning inom SI bygger inte sd mycket pa individens egen intelligens utan &r
mer centraliserad kring hur en grupp, ofta kallad en svirm, individer samarbetar fér att
16sa en specifik uppgift. Intelligensen har da hojts en niva fran att bara ha innefattat en
individ till att nu inkludera samtliga individer i en svirm och deras samarbetsférmaga. En
enskild ménniskas bedrift kan gynna andra méanniskor och pa sa séitt héja kunskapsnivan
hos oss som en grupp. Till exempel kommer de flesta ménniskor aldrig att bli nagon ny
Einstein men manga kan dra nytta av hans upptéckter. Pa liknande sitt &mnar en indi-
vid i en svirm inte bara anviinda sin egen kunskap utan dven dra nytta av information
frambringad av 6vriga svirmmedlemmar.

D& en ménniska och hennes sociala beteenden dr svara att simulera har en stor del av
dagens forskning kring svirmar avsett insekter, fiskar och faglar. Trots att en insekt kanske
bara har nagra hundra hjiarnceller kan de som en grupp astadkomma en mingd komplexa
uppgifter [2]. En koloni av sociala insekter kan ses som ett decentraliserat system for
probleml6sning, dir varje individuell insekt specialiserar sig pa nagon eller nagra uppgifter.
En individuell insekts uppgifter kan till exempel besta av att hitta foda, stida boet eller
angripa inkrdktare, medan kolonin som helhet utfér uppgifter sisom att bygga ut boet,
dela upp fédan mellan de individuella insekterna och forsvara boet. [9]

Overlevnadschanserna for en enskild fisk 6kar om den tillhor ett stim. Ett stim av fiskar
har fler 6gon &n en ensam fisk och kan pa sa sitt uppticka eventuella faror snabbare. Ett
stim ger &ven okad sidkerhet for individuella fiskar vilka befinner sig néra stimmets centrum
och denna fordel &dr en faktor som hjilper till att halla ihop stimmet |2]. Detta beteende att
striva efter en central placering kan dven skadas hos en flock faglar och har inspirerat till
partikelsvirmsoptimering dér enskilda partiklar dras mot en béttre position inom sviarmen
8]

SI kan sdgas &mna simulera en méngd enkla enheter med forméagan att kommunicera
for att pa sa vis bilda en svirm med kollektivt tdnkande i syftet att 16sa ett gemensamt

problem.



Kapitel 4

Svarmoptimering

Optimering dr inte entydigt definierad, men beskrivs generellt sett som en process vilken
utifran nagon aspekt astadkommer en forbattring. For manga problem existerar i regel
manga ténkbara losningar, som kan sidgas losa problemen olika bra. Optimering kan da
sigas vara processen att finna en 16sning pa det aktuella problemet som uppfyller de
stillda kraven. Att inte den absolut bésta l6sningen, den optimala l6sningen, eftersoks kan
ha manga olika orsaker. En vanlig orsak dr att medan antalet paverkande faktorer okar
linjirt i ett problem tenderar antalet mojliga l6sningar ofta vixa exponentiellt. Problemen
blir helt enkelt for stora och det skulle ta alldeles for lang tid att ta fram den optimala
16sningen. Som ett exempel kan nimnas att sckrummet for Symmetric Travelling Salesman
Problem! (STSP) med 48 stider innehaller ®-2 ~ 1.29 - 10% olika giltiga turer eller
l16sningar. Om det dr mojligt att evaluera en miljon turer per sekund, skulle det da ta i
storleksordnigen 10%° ar att undersdka alla giltiga turer.

Optimering ur denna uppsats synvinkel gar ut pa att soka de input virden vilka
maximerar eller minimerar resultatet av en funktion, den sa kallade fitnessfunktionen
vilken kommer att behandlas i kapitel 4.1. Vidare kommer varje 16sning, giltig uppsat-

tning inputvirden till fitnessfunktionen, fér ett problem att betraktas som ett tillstand for

lSymmetric innebér hir att avstindet mellan tva stéider #r detsamma oberoende av firdriktning.

15
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problemet. Méangden av alla tillstand f6r ett problem kommer slutligen att refereras till som
problemets tillstandsrum. Fitnessfunktionen dr da en mappning mellan tillstAndsrummet
och de reella talen for att pa sa siatt mojliggora utvirdering, och darmed jamforelse, av
olika tillstand.

En svirm kan definieras som en 16st sammankopplad méingd av interagerande enheter,
ofta refererade till som agenter [2|. Idén bakom optimering med hjilp av svirmar &r att
lata agenterna utbyta information och erfarenheter, och pa sa vis 16sa det aktuella prob-
lemet gemensamt. Sdttet agenterna utbyter information pa, varierar beroende pa vilken
typ av algoritm det ror sig som. Det finns tva huvudsakliga grupper av algoritmer inom
optimering med svirmar: partikelsvirmsoptimering, som tas upp i kapitel 4.2, och insek-

tsvirmsoptimering, som tas upp kortfattat i kapitel 4.3.

4.1 Fitnessfunktion

Fitnessfunktionen, f(t¢), avbildar ett tillstand, ¢, tillhérande doménen 7' pa ett reellt tal

tillhérande kodoménen, vilket visas i Figur 4.1.

Figur 4.1: f:t— R

Fitnessfunktionens reella virde anvinds inom optimering for att avgoéra hur bra ett
specifikt tillstand dr. Optimering kan da betraktas som ett forsok att finna ett tillstand

med ett sa bra fitnessvirde som mdjligt eller ett forsok att hitta det globala maximet,
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alternativt globala minimet, for fitnessfunktionen.

Globalt maxima

Lokala maxima

/

Nuvarande tillstand

Tillstdndsrum

Figur 4.2: En-dimensionellt tillstandsrum

I Figur 4.2 illustreras tillstandsrummet for ett problem i horisontellt led och i vertikalt
led visas tillstandens fitnessvirden. Vid optimering med partikelsvirmar, insektssvirmar
eller andra lokala s6kmetoder, eftersoks det globala maximet, eller i vissa fall det globala
minimet, da det representerar den optimala 16sningen. Tillstandsrummet i Figur 4.2 &r
synnerligen enkel och speglar fa problem da varje tillstand har endast har tva intilliggande

tillstdnd?, men exemplet fungerar bra for att illustrera principen. D4 antalet dimensioner

2Ett intilliggande tillstand till ett tillstind T &r ett tillstind med samma utseende som 7" men med
nagon grundliggande fordndring inférd. Denna férandring &r problem- och representationsspecifik.
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i fitnesslandskapet motsvarar antalet paverkande faktorer i problemet, tenderar manga
verkliga problem att vara svarillustrerade da de i regel har ett stort antal paverkande
faktorer.

Vid definition av fitnessfunktionen krivs en djup insikt om optimeringsalgoritmens
arbetsétt samt en god forstaelse for sjalva problemet. Det dr vidare viktigt att funktionen
ar effektiv i avseende pa korrekthet, men dven i avseende pa exekveringstid. Ett sitt att
minska tiden som spenderas pa evaluering av fitnessfunktionen &r att anvinda sa kallad
inkomplett evaluering, diar evalueringen endast ar ett uppskattat eller relativt virde. Enda
kravet vid inkomplett evaluering &r att algoritmen forfarande kan skilja ett simre tillstand
fran ett battre. [10]

I manga fall ger fitnessfunktionen for litet utslag vid en férbéattring av ett tillstand. Flera
metoder for att skala om fitnessvirdet existerar och de tre vanligaste ar linjar skalning,

sigma trunkering samt exponentiell skalning. [11]

Linjar skalning

fi=axfi+b

dir a och b dr konstanter ofta valda pa sa sitt att det nya fitnessvirdet speglar
storre forandringar vid nira optimala losningar. Ett problem &r att linjar skalning

kan inféra negativa fitnessviarden vilket leder till specialfall.

Sigma trunkering

Sigma trunkering dr en vidareutveckling av linjar skalning dar negativa virden und-

viks, matematiskt ger det

fi=fi+(f—axo)

dir « ar ett litet heltal, o ar standardavvikelse for svirmens samtliga agenter och

f ar svirmens genomsnittliga fitnessvirde. Eventuella negativa fitnessvirden sétts
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vanligtvis till noll.

Exponentiell skalning

.fi,: fzk

dar k ar ett reellt tal storre an ett.

4.2 Partikelsvirmsoptimering

Idén bakom partikelsvirmsoptimering (PSO) héirstammar fran forsok att simulera faglars
sociala beteende inom en flock, med malet att finna monster i flockens kollektiva beteende
som mojliggor synkroniserat flygande [8]. Inom PSO kallas en fagel for en partikel, och
flocken refereras till som en svirm. Sett ur en matematisk och fysikalisk synvinkel saknar
en svirmmedlem bade massa och volym och borde siledes refereras till som en punkt. En
punkt dr diremot inte associerad till en forflyttning vilket ar orsaken till att den inom PSO

refereras till som en partikel |2].

Vid optimering med hjilp av partikelsvirmar ror sig svirmens partiklar genom det
flerdimensionella sokrummet i sdkandet efter en tillfredsstédllande 16sning. Partiklarnas
rorelsemonster paverkas inte bara av sina egna erfarenheter utan dven av sina svirmmedlem-
mar. Att partiklarna paverkas av Ovriga svirmmedlemmars erfarenheter resulterar i vad
som kallas for kollektiv intelligens, vilket har visat sig bade effektivt och robust vid 16sning
av flertalet optimeringsproblem. Partiklar vilka fastnar pa lokala optima kommer tack vare
den kollektiva intelligensen att attraheras av 6vriga partiklar och pa sa satt undvika att

stagnera i sitt sokande. 8|
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4.2.1 Omgivningsstrukturer

For att en individ, agent s& vil som ménniska, ska kunna dra nytta av och kunna lara sig av
en likasinnad ar ett nodvindigt krav att det existerar nagon form av kommunikationslank
mellan de bada. Varje enskild individ kan sigas ha en omgivning, en méngd individer,
med vilka individen kan kommunicera. En individs omgivning behover inte nodvandigtvis
innefatta alla existerande individer, och en viss individ behdver inte vara i nidrheten av en
annan individ for att tillhéra dess omgivning. En ménniskas omgivning kan till exempel
vara dess familj. Kommunikationslinkarna inom familjen fungerar ofta dven om enskilda
familjemedlemmar befinner sig langt ifran varandra. Forskning har de senaste 60 aren visat
att omgivningens struktur paverkar kommunikationen inom en grupp, och &ven gruppens
prestationer [2].

Da det har visat sig att en partikel som saknar omgivning, dvs inte kan kommunicera
med nagon annan partikel, fastnar vid férsta bésta lokala optima &ar det ldtt att inse att
styrkan hos PSO ligger i sviirmens kommunikationsformaga [2][8]. Inom PSO-omradet har
det studerats en rad enkla typer av omgivningsstrukturer, daribland star, ring samt wheels
topologier.

I star-topologin kan varje partikel kommunicera med alla andra partiklar i svirmen,
vilket leder till ett fullt kopplat natverk vilket illustreras i Figur 4.3. En partikels omgivning
bestar alltsa av hela 6vriga svirmen, och saledes kan varje partikel paverkas av alla andra
partiklar. Star-topologin var den forsta omgivningsstruktur som anvéindes inom PSO. [8]

Ring-topologin, som dven gar under namnet circle, innebér att en partikel endast kan
kommunicera med n andra partiklar, dir n dr en parameter till algoritmen [8]. Den begrén-
sade kommunikationen medfor att delar av svirmen ar skiljd fran andra delar, vilket leder
till att medan partiklarna inom vissa delar av svirmen konvergerar mot lokala optimum,
sa kan partiklar inom andra delar fortsitta sokandet [2|. Ring-topologin da n = 2 f6r en
partikel P illustreras i Figur 4.4.

I wheel-topologin, vilken illustreras i Figur 4.5, kan endast en sa kallad fokalpartikel
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Figur 4.3: Star-topologi

Figur 4.4: Ring-topologi

kommunicera med alla partiklar i svirmen, medan 6vriga partiklar endast kan paverkas av
fokalpartikeln. Fokalpartikeln justerar sin position utefter den bésta partikeln i svirmen,
och om fokalpartikeln forflyttning resulterar i en forbittring vidarebefordras férbéttring

till alla andra partiklar. [8][2]

Det finns dven andra topologier, till exempel dér en partikels omgivning beror pa avstan-

det till 6vriga partiklar i tillstandstummet. Till exempel kan omgivningen till en partikel
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Figur 4.5: Wheel-topologi

¢ besta av de partiklar som ligger inom ett begriansat avstand till partikel i, vilket kallas
geografisk topologi. Effekten av en geografisk topologi dr att omgivningarna dr sma sett
till antalet partiklar vid algoritmens bérjan och vixer allteftersom partiklarna nirmar sig
varandra. [8]

Beroende pa valet av topologi kommer svirmen uppvisa olika typer av beteende. Det
har visat sig att en star-topologi generellt sett konvergerar mot ett lokalt optimum snabbare
dn vad en ring-topologi skulle géra |2|. Anledningen till den snabbare konvergensen &r att
en svirms samtliga partiklar i ett tidigare skede blir uppmirksammade pa ett nytt och
battre tillstand. Vidare paverkar storleken av n i ring-topologin konvergeringshastigheten
pa sa sitt att ett storre n medfor snabbare konvergering. Enligt Kennedy och Eberhart
fungerar fokalpartikeln i wheel-topologin som en buffert vilken férdréjer konvergeringen

mot lokala optima [2].

4.2.2 Algoritmer

Den forsta PSO algoritmen utvecklades av Eberhart och Kennedy i mitten av 90-talet|1],

och sedan dess har ett flertal olika varianter utvecklats. Vi &mnar i denna sektion presentera
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en rad forekommande varianter av PSO algoritmer med hjilp av pseudokod. I ett forsok att
minimera redundant kod krivs det av ldsaren att hon eller han &r vil fortrogen med hela
kapitlet da efterfoljande sektioner &r vidareutvecklingar av foregaende. For att forenkla

for lasaren har vi i Tabell 4.1 gett en kortfattad beskrivning av forekommande symboler i

algoritmerna.

Symbol Beskrivning

f(x) Fitnessvirde for partikel x

X; Vektor som representerar partikel ¢

Xij Partikel i:s lage i dimension j

Vi Partikel i:s hastighet i dimension j

pbest; Vektor som representerar partikel ¢:s bésta position hittils

pbest; ; Partikel i:s ldge i dimension j i dess bésta position hittils

gbest Indexet for den partikel med bést pbest

N Antalet partiklar i svirmen

D Antalet dimensioner i problemet

n Omgivningsstorlek for ring-topologi

Rmin,; Minsta mojliga virde for en partikels lige i dimension j

Rmax; Storsta mojliga virde for en partikels ldge i dimension j

Vmax; Maximal fart fér en partikel i dimension j, vanligtvis 10 — 20%
av (Rmax; — Rmin;). [12|[13]

w Inertia weight, w € [0, 1]. [8]

c1,Cy Accelerationskonstanter som viktar betydelsen av en partikels egna
erfarenheter gentemot omgivningens for partikelns rérelse.
¢1 + co < 4 dér ¢ och ¢y &r positival8].

Af Gréns for att en partikel ska riknas som inaktiv.

I; Inaktivitetsriknare for partikel ¢

T, Storsta tillatna viarde pa I; for alla ¢ innan en partikel byts ut

GRand(s) Returnerar slumptal med medelvirde 0 och standardavvikelse s

Tabell 4.1: Symbolbeskrivning for kommande matematiska beskrivningar av algoritmerna.

Samtliga algoritmer i denna sektion beskrivs med star-topologi men skulle lika girna
kunna implementeras med hjilp av ndgon annan topologi. Den stora skillnaden &r i sadana

fall att gbest byts ut mot lbest;, det hittils bésta tillstandet i omgivningen fér partikel i.
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Parametrar

e Dimension

Dimensionen D av ett problem dr det samma som antalet paverkande faktorer. Lat
siga att det aktuella problemet gar ut pa att maximera virdet av funktionen g som

beror pa vektorn ' enligt féljande
D

9(%) = sz , T; € [Rmin;, Rmaz;]
n=1

Da giller att D ar dimensionen av problemet.

Hastighet

Skillnaden mellan fart och hastighet &r att hastigheten dven anger en riktning.
Hastigheten nér vi talar om PSO &r alltsa avgorande for i vilken riktning partikeln
ror sig i tillstAndsrummet samt med vilken fart den férdas. En partikels hastighet
paverkas av forhallandet mellan det bésta tillstandet partikeln har erhallit hittils,
omgivningens bésta tillstand hittils och partikelns nuvarande tillstand. Hastigheten
i en dimension j begridnsas enklast av ett maxvérde, Vmax;, for att forhindra att
partiklar antar for hoga hastigheter. En for hog hastighet kan leda till att en par-
tikel missar bra tillstand, d& hastigheten i grunden ar ett matt for hur langa “hopp”

partikeln gor i tillstAndsrummet. [13]

D& dimensionen for ett problem #r storre &n ett kridvs det ocksd att hastigheten
representeras genom en vektor av samma dimension som problemet, det vill séiga en

vektor av D element dar D dr problemets dimension.

Inertia weight
Inertia weight, eller troghet, w, &r en partikelns férmaga att bevara nuvarande rikt-
ning och hastighet. Vid berékning av nya hastigheter anvinds inertia weight for att

vikta hur stor betydelse den gamla hastigheten ska ha pa den nya. Ett storre virde
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pa inertia weight leder till utforskning av en storre del av tillstandsrummet, medan
ett mindre virde leder till mer lokala utforskningar. Vanligtvis startas PSO med ett
hogt varde pa inertia weight som sedan avtar som en funktion av tiden. Inertia weight

begrinsas till intervallet [0, 1] for att mojliggora konvergens. [8][14]

e Svirmstorlek
Svarmstorleken N anger antalet partiklar som finns i svirmen och dr problemspecifik
[13]. For lasare som dr bekanta med Genetiska Algoritmer (GA), kan dock sigas att
svarmstorleken i PSO generellt sétts till ett mindre virde dn populationsstorleken i
GA for samma problem. Tidigare experiment pa PSO har indikerat att svirmstorlekar

mellan 10-50 partiklar oftast fungerar tillfredstéllande. [2]

Standard PSO

SPSO algoritmen gar ut pa att forflytta samtliga partiklar i svirmen ett antal ganger tills
onskat resultat erhallits. En enskild partikels forflyttning beror pa partikelns hastighet, dér
hastigheten beror pa det historiskt bésta tillstandet for partikeln sjdlv och det historiskt
basta tillstandet for alla partiklar sammantaget. Med tiden kommer varje enskild partikels
historiskt bésta tillstand hamna allt ndrmare sviarmens historiskt bésta tillstand, vilket
leder till att partiklarna kommer réra sig med allt mindre steg och till konvergens. Varje
partikel har en associerad hastighet som bestimmer hur langa steg partikeln ska ta vid
varje forflyttning och i vilken riktning forflyttningen ska ske. Hastigheten for en partikel ar
definierad som fordndringen i dess position per forflyttning, och &r ddrmed endast indirekt
baserad pa tiden. Algoritmen fér Standard PSO (SPSO) visas i pseudokod i Figur 4.6.
Algoritmen for SPSO initierar ett N antal partiklar av D dimensioner vilka kommer att
utgora sjilva svarmen (4.1-4.3). Initieringen bygger pé att tilldela varje unik partikel ett
starttillstand, tillhorande problemets tillstandsrum, vilket ocksa blir partikelns pbest, en
flygriktning och dess fart med vilken partikeln ror sig genom tillstAndsrummet. Hastighet

och position i en specifik dimension for en partikel kan slumpmaéssigt spridas inom de
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Forall (i,j) € {ixj, i€{1,2,....N}, j€{1,2,...,D}}
Xi,j =T, Tc [Rminj, Rmaxj]
prStiJ’ = Xi,j (42)

‘/i,j =V, VE [—Vmaxj, Vmaxj]

—
!J;
—t

~—

Repeat
Forallie{1,2,...,N}
| pbest; , f(X;) > f(pbest;)
phest; = { Xi f(X;) < f(pbest;) 44
Forall i€ {1,2,...,N}
gbest F(X;) > f(pbest gpest)
best = g 4.5
gt ={ 1 502 Fen (45)
Forall (i,j) e {ixj, i€{1,2,...,N}, j€{1,2,...,D}}
‘/ij = W * ‘/i,j +cp * rand() (pbesti,j — Xi,j) (4 6)
+Cg ¥ TCLTLd() * (pbeStgbest,j - Xz',j) '
Vii Vi; € [=Vmaz;, Vmaz,]
Vii=1<1 —Vmazx;, V,; < —-Vmazx; (4.7)
Vmazx; , Vi; > Vmax;
Xii+Vii, Xij+Vi;e€ [Rminj, Rmaxj]
Xi,j = Rmm] , XZ'J' + V;',j < Rmm] (48)
Rmaz; , Xi; +Vi; > Rmax;

Until stop condition is satisfied

Figur 4.6: SPSO algoritmen med star-topologi [15]

tillatna intervallen alternativt avsiktligt fordelas enligt nagot férutbestidmt system.

Efter initieringen gar algoritmen in i en iterationsfas tills dess att ett forutbestamt
stoppvillkor uppfylls, vanligtvis efter ett specifikt antal iterationer alternativt nir ett till-
riackligt bra tillstand har erhallits. Vid varje iteration uppdateras varje partikels pbest (4.4)
och svirmens gbest vid behov (4.5). Dérefter berdknas nya hastigheter och positioner for

varje partikel tillhorande svirmen (4.6-4.8).
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Adaptive PSO

Trots det sociala beteendet hos PSO ar det mojligt for partiklar att bli inaktiva och darmed
for svirmen att med tiden stagnera. En partikel sigs vara inaktiv nir den endast ror sig
inom en mycket begrinsad del av tillstddsrummet och inte kan ta sig bort dérifran. En
partikel blir inaktiv da pbest;, pbestges: och X; alla befinner sig inom ett litet omrade
av tillstandsrummet och nir V; dr nira 0. Adaptive PSO (APSO) algoritmen skiljer sig
gentemot SPSO i den bemérkelsen att inaktiva partiklar ersitts med nya slumpgenererade
partiklar med syftet att undvika stagnering inom svirmen. [15]

I APSO forklaras en partikel inaktiv da skillnaden mellan dess fitnessvirde och svirmens
globalt basta fitnessvirde hittils ligger inom ett litet intervall A f och da i # gbest i ett T,
antal iterationer. Utokningen av SPSO till APSO visas i Figur 4.7 och ersitter ekvationerna
4.6-4.8.

Det som ar nytt i APSO gentemot SPSO ar Af, I och T.. Af ar ett gransvirde som
definierar inom vilket intervall skillnaden mellan en partikels fitnessvirde och fitnessviardet
for gbest maste ligga for att partikeln ska uppfylla kravet for inaktivitet. I dr en array
av heltal med ett element for varje partikel i svirmen. Varje element I; i / motsvarar
en partikel p; och anger hur manga iterationer i féljd som partikel p; uppfyllt kravet for
inaktivitet. Alla element i I initieras till 0 vid algoritmens start.

I ekvation 4.9 uppdateras en partikels virde i inaktivitetsriknaren 7. I ekvation 4.10 up-
pdateras en partikel i:s hastighet i en specifik dimension enligt tidigare formel om I; < T,
annars tilldelas partikeln ett helt nytt virde pa hastigheten oberoende av tidigare hastighet.
Pa liknande sitt uppdateras en partikel i:s position i ekvation 4.12. Ekvationerna 4.11 och
4.13 syftar till att kontrollera att en partikels hastighet respektive position inte faller utan-
for de tillatna grianserna. Vidare sitts pbest for en partikel till dess nuvarande tillstand
om partikeln byttes ut av inaktivitetskontrollerna (4.14). Slutligen nollstélls inaktivitet-
sraknaren [; for partikel ¢ om partikeln ersattes tidigare (4.15).

En liknande utbyggnad av SPSO é&r det sa kallade no-hope/re-hope systemet dir inak-
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Forallie{1,2,...,N}

I I+ 1, i+ gbest N|f(Xi;) — f(pbestgpest)| < Af (4.9)
‘ 0, i = gbest V |f(X;;) — f(pbestgpest)| > Af
Forall j €{1,2,...,D}
w* Vi ; + c1 xrand() * (pbest; j — X, ;)
Vij =1 “coxrand() * (pbestgpest; — Xij) I; <T. (4.10)
v, v € [=Vmazx;, Vmaz,| , I, > T,
Vii, Vij € [-Vmaz;, Vmax,]
Vij=1< —Vmazx;, V; <—-Vmazx; (4.11)
Vmax; , Vi; > Vmax;
- _ |z, x € [Rminj, Rmax;] , I; >T.
Xig = { Xij+Vii, I; <T. (4.12)
Xij, X, j € [Rmin;, Rmax,]
Xi,j = Rmm] , Xi,j < Rmmj (413)
Rmazx; , X;; > Rmax;
pbest;; , I; <T.
pbest; ; = { ’ 4.14
J Xi,j s [2 > T, ( )
I, I; <T.
I, = { 0. L>T (4.15)

Figur 4.7: Utokning av SPSO algoritmen till APSO [15]

tiva partiklar flyttas till ett slumpgenererat tillstand, men tillats behalla sitt pbest tillstand
[16].

Gaussian PSO

Barry R. Secrest och Gary B. Lamont har utvecklat en variant av PSO kallad Gaussian PSO
(GPSO). Genom en grafisk representation av ekvationerna 4.6-4.8, vilken visas i Figur 4.8,
anser upphovsmakarna sig funnit tva svagheter hos alla tidigare PSO algoritmer. Forsta
problemet ar den linjdra kurva, medianen, efter vilken en partikel kommer att forflyttas.

Upphovsmakarna menar pa att sokrummet begrinsas for en specifik forflyttning till ett
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enda parallellogram konstruerad utifrdn punkterna pbestges, pbest; samt X;. Det andra
problemet enligt upphovsmakarna uppstar da hastigheten hos en partikel minskar med
tiden. Hastighetsminskningen resulterar i att partikelns forflyttning med tiden kommer
att sammanfalla med den rita linjen mellan punkterna pbestg..s och pbest;. De har tva
problemen medfér bada att omradena kring pbest; samt pbestgpes: inte genomsoks i samma

utstrickning. [3]

Cz(pbest X))

gbest_ i

pbest
pbesti

C ] (pbesti—Xi)

Figur 4.8: Partikelforflyttning hos PSO

Med GPSO é&r tanken att omradena kring en partikels bésta tillstand och det globalt
basta tillstandet ska genomsokas i en storre omfattning &n vad som gors i andra varianter
av PSO. GPSO dmnar eliminera de tva ndmnda svagheterna hos PSO genom att ersitta
ekvationerna 4.6-4.8 i algoritmen fér SPSO med ekvationerna i Figur 4.9.

I ekvation 4.16 sparas ett slumpvirde i en temporar variabel, som anvinds i efterfol-
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Forallie{1,2,...,N}

temp = rand (4.16)
1, 1 = gbest
dist = 4.17
° \/Z]pzl(pbeSti,j - pb&Stgbest,j)2 5 1 # gbest ( )
| GRand((1 — c2) = dist) , temp > ¢

magn = { GRand(cy * dist) , temp < ¢ (4.18)

Forall j €{1,2,...,D}
Vij = magn x rand * 27 (4.19)

- _ | pbestij+ Vi, temp > ¢
XZ’] B { pbeStgbest,j + ‘/;,j , temp < ¢ (420)
Xij X, j € [Rmin;, Rmax,]

Xi,j = Rmm] , Xi,j < len] (421)

Rmazx; , X;; > Rmax;

Figur 4.9: Utdkning av SPSO algoritmen till GPSO |3]

jande berdkningar. Mellanlagringen krévs for att inte nya virden ska slumpas ut vid varje
berdkning. Ekvationerna 4.17-4.18 berdknar magnituden hos den nya hastigheten. Ekvation
4.19 berdknar en partikels nya hastighet i dimensionled j vilket sedan anvinds i ekvation
4.20 vid berdkningen av partikelns nya position i dimensionled j. Slutgiltigen kontrolleras
en partikels position i dimensionled j sa att den befinner sig inom rétt intervall i ekvation

4.21.

Forandringarna i GPSO gentemot PSO resulterar i att omradena kring partikelns bésta
och den globalt bésta punkten utforskas i en storre omfattning. Barry R. Secrest och Gary
B. Lamont har pavisat GPSO:s effektivitet med avseende att erhalla ett sa bra virde
som mojligt under ett begrénsat antal partikelforflyttningar i ett tvad dimensionellt rum i

forhallande till en modifierad version av SPSO o6ver fem ickelinjara begrinsade funktioner.

13]
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Cooperative PSO

Medan SPSO, APSO samt GPSO arbetar med en svirm av partiklar som ror sig i ett rum
av D dimensioner, dir svirmen har till uppgift att optimera alla D parametrar, arbetar
Cooperative PSO (CPSO) med D antal svarmar vilka var och en arbetar i en dimension
och endast optimerar en parameter vardera. Optimering inom varje svirm i CPSO kan ske
med SPSO, APSO eller nagon annan variant. Da varje svirm arbetar i en egen dimension
anvinds oftast CPSO pa problem i vilka parametrarna ar oberoende av varandra. [8]

Ett problem med CPSO ar att samtliga parametrar kréavs fér att berdkna fitnessvirdet,
och en 16sning pa detta problem ir att lagra en vektor, @, av D parametrar vilka haller
gbest for varje svirm. Kommunikationen mellan svirmarna skots saledes via anrop till
fitnessfunktionen genom att varje enskild partikel byter ut just sin parameter i 4. [8]

Nedan foljer ett matematiskt exempel pa detta.

f(S@p) — U= [U1> ey Ui, Uiy Ui, -, un]
Sip =4
= f([Ufl) ey Ui—1, g, ui+1, ceey ’u,n])

dar S;, ar partikel p i svirm ¢ vilket motsvarar u; i vektorn .

4.3 Insektsvarmsoptimering

Biologer med flera har linge fascinerats av insekters levnadssitt, deras sociala beteende och
formaga att sitta kolonins vilméaende i forsta rum [17]. Till exempel finns det myror vilka
skordar 16v hundratals meter fran stacken varpa loven fraktas hem. Beroende pa vilken
stig som kriaver minst arbetsborda kommer fler myror att vilja just denna stig, vilken
efter ett tag mer och mer liknar en mindre motorvig. Vidare finns det myror som bildar

kedjor av sina egna kroppar for att mdéjliggora for andra arbetsmyror att frakta foda over
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mindre klyftor i marken. Flera kedjor kan dven ldnkas ihop for att 6ka genomstrémningen
ytterligare. [9]

Antalet olika slags organismer pa jorden har grovt uppskattats till 10%, och av dessa
ar endast 2% sociala insekter [18]. Till de sociala insekterna hor alla myror och termiter
samt en del getingar och bin. Av alla arter av sociala insekter dr hela 50% myror [8]. Av
denna anledning har merparten av forskning inom insektsvirmsoptimering berért myror,
och av samma anledning kommer vi i denna sektion koncentrera oss pa optimering baserat

pa myrors beteende.

4.3.1 Kommunikation

Kommunikation mellan insekter, i vart fall myror, kan ske dels direkt men &ven indirekt.
Direkt kommunikation avser kommunikation myror emellan, exempelvis visuell kontakt,
utbyte av kroppsvitskor och lukt. Med indirekt kommunikation avses en modifikation av
omgivningen, miljon, vilket i sin tur paverkar andra myror.

En form av indirekt kommunikation som sker hos myror ar deras sparliggande och
sparfoljande beteende vid letandet efter foda. Myror lagger ut spar av en kemisk substans,
feromon, nér de ror sig mellan boet och en matkilla. Andra myror vilka letar féda foljer
sedan girna detta spar av feromoner. Om det finns flera spar viljer en myra med storre
sannolikhet ett spar med hogre koncentration av feromon. |9

I Figur 4.10 visas feromonets paverkan pa myrornas vigval. I bilden till vinster har
nagra myror nyligen funnit en ny matkélla, och tva olika vigar som leder dit. Till en bérjan
kommer ungefir lika manga myror vélja varje vig, men da myror vilka véljer den kortare
vigen atervinder till boet snabbare kommer koncentrationen av feromoner 6ka snabbare
péa den kortare vigen [8]. Som en foljd av att feromonkoncentration dkar snabbare pa den
kortare vigen kommer fler och fler myror vilja den kortare vigen, vilket visas i bilden till
hoger i Figur 4.10. Det ska dven papekas att enstaka myror kommer att fortsitta vilja

den langa vigen, da vigvalet hela tiden ar en fraga om sannolikheter. Att enstaka myror
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Boet

Matkiiilan Matkédllan

Figur 4.10: Feromonféljande myror

kommer att fortsdtta att vilja den langa vigen dr en av anledningarna till att myror &r sa
bra pa att anpassa sig till férdndringar i miljon - om den kortare vigen gors otillgdnglig
kommer myrorna snabbt anpassa sig till den nya omgivningen genom att anvinda den
langre vigen [9].

En kolonis decentraliserade egenskaper karakteriseras av

e Avsaknad av centraliserad styrning

e Kommunikation och koordinering bland kolonins individer sker med hjilp av en lokal

miljopaverkan

e Positiv feedback ger upphov till 6kad sannolikhet att aterupprepa samma beteende

Vid implementation av en myrkoloni &r det just kolonins decentraliserade egenskaper

det strivas efter att dstadkomma med hjilp av olika typer av matematiska modeller. [8]
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4.3.2 Feromon i kontinuerliga rum

Optimeringsalgoritmer baserade pa myrors beteende skapades ursprungligen som ett fler-
agent system for 16sning av kombinatoriska optimeringsproblem, och har i flertalet exper-
iment visat sig vara effektivt vid losning av till exempel TSP? [17][9]. P4 senare ar har
det dven gjorts flertalet forsck att applicera myrbaserade algoritmer pa kontinuerliga funk-
tioner [19][20][21]. Ett antal komplikationer uppstar vid forsck att applicera myrbaserade
algoritmer pa kontinuerliga funktioner, dar den huvudsakliga dr hanteringen av feromoner.
Det &r inte helt sjdlvklart hur feromonet ska hanteras nér varje parameter till ett problem
kan anta oéndligt manga olika virden, eller hur myrorna ska réra sig i tillstandsrummet. En
metod for att 160sa hanteringen av feromon ar att dela upp tillstandsrummet i ett antal del-
rum vilket motsvarar antalet myror och dérefter 1ata myrorna rora sig med en forutbestamd

steglingd bland delrummen, se Figur 4.11.

Delrummen anvénds for att bestdmma hur varje myra ska rora sig i varje enskilt dimen-
sionsled. Rorelseriktningen for en myra p i dimension d; bestdms av forhallandet mellan
den totala feromonnivan i alla delrum till vinster om p i dimensionsledet fér d; och den
totala feromonnivan i alla delrum till hger om p i dimensionsledet for d;. Delrummen ar
av samma storlek och fordelas jamnt over tillstandsrummet [20][21]. Totala antalet delrum,

M, i tillstandsrummet kan skrivas som

M =mP

dar m &ar antalet delrum lings varje dimensionsled och D dr antalet dimensioner i prob-
lemet. Problemet med denna metod ar saledes att nir antalet dimensioner i problemet
okar linjart, sa 6kar antalet delrum exponentiellt. I praktiken fungerar alltsa denna metod

endast nédr antalet dimensioner i problemet &r relativt litet.

Da tidigare forskning inom insektsvirmsoptimering fér kontinuerliga rum endast be-

3Travelling Salesman Problem
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Figur 4.11: Myror och delrum 1 ett tvd-dimensionellt tillstandsrum

handlar problem av ett litet antal dimensioner [20][21] i kombination med att uppsatsens
experimentdel &mnar behandla problem av ett storre antal dimensioner, har experimentet
begrinsats till att inte inkludera insektsvirmsoptimering. Av samma anledning behandlar

inte uppsatsen de olika algoritmerna for insektsvirmsoptimering.






Kapitel 5

Experiment

For att fa svar pa var fragestallning, hur GPSO star sig i jamforelse med ett antal vanliga
varianter av PSO vid 16sning av ickelinjiara begrinsade flerdimensionella problem, utfors
har ett experiment. Experimentet, vilket Amnar undersoka fragestillningen, dr uppdelat i

tva delar: en aterupprepningsdel, del I, och en pabyggnad, del II.

Del I amnar styrka tidigare experiment pa GPSO utférda av Barry R. Secrest och Gary

B. Lamont [3| samt verifiera var egen implementation av SPSO och GPSO.

I del II genomf{érs nya, icke tidigare utforda, tester for att undersoka GPSOs effektivitet
vid 16sning av ickelinjara begrinsade flerdimensionella problem i jamforelse med ett antal
utvalda PSO-algoritmer. Da GPSO och de 6vriga PSO-algoritmerna tillhér samma familj
av metoder, jimfors de dven med en referensmetod for 16sning av ickelinjéra begrinsade
problem. Utan en referensmetod att jamfora med ar det omdjligt att bedoma en metods

effektivitet.

I sektion 5.1 beskrivs experimentets testmiljo och den referensmetod som valts. I sek-
tion 5.2 och sektion 5.3 beskrivs del I respektive del IT av experimentet. Testfunktionerna
som anvands i experimentet beskrivs i sektion 5.4 och slutligen aterfinns resultatet fran

experimentet med tillh6rande diskussion i sektion 5.5.

37
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5.1 Experimentmiljo

Experimentet utfordes pa en PC med en Intel Pentium 4 processor pa 2.4GHz och 512Mb
RAM-minne. Operativsystemet var Microsoft Windows XP Professional version 5.1.2600
och MATLAB version 6.5.1.199709 med service pack 1 anvindes. Vidare var MATLAB
utrustad med Optimization Toolbox version 2.3 vilket enbart utnyttjades for att fa till-
gang till en beprévad metod, vilken anvinds som referensmetod, fér l6sning av ickelin-
jira begriansade problem. Mer om MATLAB och den valda referensmetoden, FMINCON,

aterfinns under sektion 5.1.1.

5.1.1 MATLAB och FMINCON

MATLAB ér en kiind programvara fran MathWorks Inc. som férutom symbolisk manipuler-
ing ocksa erbjuder mojligheten att 16sa matematiska problem numeriskt, med matriser som
kdrna vid berdkningar. MATLAB erbjuder dven kraftfulla metoder for att enkelt generera
grafiska illustrationer av bland annat funktioner. MATLAB kan saledes anvindas inom ett
stort antal branscher daribland matematik, fysik, kemi och likemedel. MATLABs breda
anvindningsomrade tillsammans med dess tillgénglighet pa en rad olika plattformar - darib-
land PC, Macintosh och UNIX - har gjort MATLAB populért savil inom industrin som vid
universitet virlden 6ver. MATLAB erbjuder vidare programmeringsméjligheter liknande
vanliga programsprak, med en C-liknande syntax, samt verktyg for skapandet av grafiska
anvandargranssnitt vilket leder till att MATLAB kan anvdndas som ett utvecklingsverktyg
for applikationer. [22]

Det finns ett antal verktygslador (toolboxes) tillgéngliga som utékar MATLABs funk-
tionalitet och anvindningsomraden. En av dessa verktygslador &r Optimization Toolbox,
vilket som namnet antyder erbjuder en rad funktioner som kan anvindas vid numerisk
optimering. En av de funktioner som ingar i Optimization Toolbox d&r FMINCON. Namnet

FMINCON kommer fran att FMINCON anvénds for att minimera (MINimize) en begrin-
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sad (CONstrained) funktion f (F). FMINCON ér séledes en funktion som anvinds for att
forsoka hitta det globala minimumet till en begrinsad ickelinjir funktion av flera variabler,
eller dimensioner. FMINCON anvénder en rad olika algoritmer vid sékandet efter det glob-
ala minimumet, och vilken som anvinds i ett specifikt fall beror pa funktionen som ska
optimeras samt FMINCONs instéllningar. De funktioner som berors i delexperiment II fall-
er under den kategori av optimering som FMINCON kallar Medium-Scale, pa grund av att
ingen gradient! tillhandahalls automatiskt av funktionerna. Fér Medium-Scale optimering
anvinder FMINCON en optimeringsmetod som kallas Sequential Quadratic Programming
(SQP). SQP i sin tur 16ser kvadratiska subproblem och anvéinder tvd metoder vid namn

Line-search och quasi-Newton vilka dock inte ar specifika for SQP. [23]

Eftersom FMINCON endast anvinds for att ge ldsaren en referenspunkt for experi-
mentets resultat kommer inte den SQP-algoritm som anvinds beskrivas alls. Intresserade
lasare hinvisas ddremot till bockerna “Linjar och ickelinjar optimering” av Lundgren, Ron-

nqvist och Vérbrand [5] samt “Numerical Optimization” av Nocedal och Wright [6].

5.2 Del I - aterupprepning

I del T av experimentet upprepas Secrests och Lamonts experiment dir GPSO jamfordes
med SPSO o6ver ett antal testproblem, och de bada algoritmerna kors under ett fixt antal
iterationer pa varje testproblem. Varje algoritm kors tio ganger pa varje testproblem enligt
det ursprungliga experimentet. Resultatet presenteras i form av en tabell med statistik 6ver
algoritmernas framgangar tillsammans med en tabell 6ver resultaten fran det ursprungliga

experimentet, se sektion 5.5.1.

!Gradienten V f for en funktion f(Z) &r en kolonnvektor innehallande alla partiella forstaderivator till
funktionen.
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5.2.1 Parameterinstallningar

Till de bada algoritmer som ingar i delexperimentet finns en rad olika parametrar. De olika
parametervirdena ar tagna direkt fran artikeln "Visualizing Particle Swarm Optimization
- Gaussian Particle Swarm Optimization” av Secrest och Lamont [3] d& delexperiment I
ar en ren aterupprepning. SPSO algoritmen som anvéindes for delexperiment I skiljer sig

gentemot algoritmen som beskrivs i Figur 4.6 pa foljande tre punkter
e Hastigheten hos samtliga partiklar initieras till noll.
e Avsaknad av hastighetsbegrinsning.
e Avsaknad av intervallbegrinsning for X;.

Utover ovannédmna skillnader anviindes parameterinstéllningarna som visas i Tabell 5.1.

Parameter Virde
Svarmstorlek, N 100
Inertia weight, w 0.8

Accelerationskonstant, ¢; 2.8 for SPSO, 0.4 for GPSO
Accelerationskonstant, ¢ 1.3 for SPSO, 0.6 for GPSO

Tabell 5.1: Parameterinstillningar vid utforandet av delexperiment I.

Anledningen till att parametrarna c; och c; hos GPSO inte dr enhetliga med SPSO
bygger pa deras nagot annorlunda uppgift dir virden storre &n ett helt enkelt inte &r

tillatna.

5.2.2 Testproblem

De testfunktioner vilka anvindes av Secrest och Lamont [3| i deras studie var Iy, I, Fg,
F; och Fy. Samtliga testfunktioner var av tva dimensioner dar xy, xo € [—5000,5000]? och

finns beskrivna i sektion 5.4.

2Notera att detta inte &r de ursprungliga intervallen for funktionerna vilka anges under respektive
funktionsbeskrivning.
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5.3 Del II - pdbyggnad

I del II av experimentet undersoks forutom GPSO och SPSO dven APSO, PSO med ring-
topologi samt PSO med wheel-topologi. Algoritmerna kors hér till skillnad fran i del 1
under en fix cpu-tid vilken ar tillrdckligt hog for att tillata alla algoritmer att konvergera.
Varje algoritm kors 25 ganger pa varje testproblem for att erhalla tillforlitliga resultat.
Resultatet presenteras i form av en tabell med statistik 6ver algoritmernas framgangar
samt konvergeringskurvor for varje testfunktion. En kiind SQP- implementation fran Math-
Works, FMINCON, har dven korts pa alla testproblem for att ge nagot konkret att jimfora
PSO-algoritmernas resultat med. SQP har valts for jamforelsen da det &r en vilkind och

vilanvind algoritm for 16sandet av ickelinjira begrinsade problem.

5.3.1 Parameterinstallningar

Till samtliga algoritmer som ingar i delexperimentet finns en rad olika parametrar. Att
for varje algoritm, och fér den delen ocksa problem, finna den optimala kombinationen
av parametervirden &r i sig en uppsats. Vidare skulle ett sckande efter de optimala pa-
rametervirden bidra till att experimentets resultat éverlag blir mer problemspecifikt och
ddrmed ocksa medféra ett mindre generellt resultat. Av ovanstaende anledning bestdms
virdet hos parametrarna i experimentet utifran vad som i tidigare experiment visats ge go-
da resultat. Tabell 5.2 visar grundinstéllningarna for parametrarna vid experimentet med
undantag fran att GPSO anvéinder sig utav ¢; = 0.4 och ¢; = 0.6 [3]. Anledningen till att
parametrarna c¢; och c; hos GPSO inte dr enhetliga med 6vriga algoritmer dr detsamma
som tidigare ndmnts i sektion 5.2.1.

Eftersom inaktivitetsparametern A f ar problemspecifik har vi valt att ge Af en generell
definition i vart experiment. Vidare skulle ett fixt Af omdjliggora fortsatt konvergens
ndra noll, nagot som var definition mdjliggor. Till skillnad fran delexperiment I anvinder

delexperiment II de i uppsatsen tidigare presenterade algoritmer, se sektion 4.2.2.
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Parameter

Varde

Svarmstorlek, N
Omgivningsstorlek, n
Inertia weight, w
Hastighetstak, Vmazx

Accelerationskonstanter, ¢; och ¢y

(10 +50)/2 = 30 [2]

(10% + 20%) /2 = 15% = 0.15N [2]
w(t) =0.9—0.5¢t, t:0— 1 [2][12][13]
vi e  {L2,...,D},Vmax; =
0.15(Rmax; — Rmin;) [12][13]

2 [12][13][15][14]

Inaktivitetsparameter, T, 3 [15]
Inaktivitetsparameter, A f %

Tabell 5.2: Parameterinstillningar vid utférandet av delexperiment I1.

5.3.2 Testproblem

I pabyggnadsdelen har antalet funktioner utokats gentemot del I till att inkludera hela De

Jongs Test Suite, det vill siga F; — F5. Varje funktion féorutom Fy undersoktes for ett storre

antal dimensioner gentemot del I, vilket visas i Tabell 5.3.

Funktion Dimensioner
F 2,5,10, 20, 30
F, 2,5,10,20,30
F; 2,5,10, 20,30
Fy 2,5,10, 20,30
F; 2,3,4,5

Iy 2,5,10, 20, 30
F; 2,5,10,20,30
Fy 2

Tabell 5.3: Undersdkta problem i delexperiment II.
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5.4 Testfunktioner

I sektion 5.4.1-5.4.4 ges kortfattade beskrivningar 6ver de olika testfunktionerna, Fi - Fg,
och deras matematiska definitioner samt grafiska illustrationer. Generellt giller att det
globala minimet dr 0 fér samtliga funktioner férutom for Foxholes, F5, dir det globala

minimet ar 0.998.

5.4.1 De Jongs Test Suite, F; — F5

Nér De Jong skrev sin avhandling om en klass av genetiska adaptiva system [24] anvinde
De Jong sig vid sina undersékningar av en test suite med fem olika matematiska funktioner.
De fem funktionerna valdes for att spegla ett antal svarigheter av olika karaktir som kan
uppsta vid optimering. Test suiten har senare uppkallats efter De Jong, och delar av eller
hela test suiten har anvints inom optimeringsomradet genom aren. De fem funktionerna
vilka ingar i De Jongs test suite dr Sphere (F7), Rosenbrock (F), Step (F3), Quartic (F})
samt Foxholes (F5).

I Sphere

Sphere &r en enkel ickelinjir, konvex (skilformad) funktion for vilken det dr relativt enkelt
att hitta det globala minimumet. P4 grund av att det &r si pass enkelt att hitta det globala
minimumet anvinds Sphere ofta som ett matt pa en algoritms effektivitet 6verlag. Sphere
illustreras for tva dimensioner i Figur 5.1 och ar definierat som foljer

D

Fi(7) =) o}, =512 < a; <5.12

J=1

De Jong anviande ursprungligen Sphere med tre dimensioner. [24]



44

KAPITEL 5.

EXPERIMENT

60

50

40

!

30 st

W S
Q‘“}‘Q““““\“““

Wl
WISt
\\\\\\:‘\\8

20

DRI

R R
MR

I i

R

R,
_RtiiRi

R

-6

Figur 5.1: Fy Sphere

F; Rosenbrock

XX
(RS
\\\“8:“:8‘8“8“
ALLNARTARR AR ‘3“‘3“\\‘?“3“3“
\\\\\\\\“\\\\\\\\\\‘\\\‘\:\“\\:‘ 58
008 S XX
ORI

R X

F1 Sphere

o
AR
KKl
o lot
SO
KO0
XK

EARKE
9N

i

gty )

oty ”J%%%%W .
4 71

;,,'Il,,;;ll,{,’fl/////;//;/m/

st
e
X Urp eyttt
SIS
’oo:o'o;o,;:o a1 et
27 %

-6

av tvd dimensioner

Rosenbrock &r en funktion for vilken det dr mycket svart och dirmed tidskriavande att hitta

det globala minimumet, till skillnad fran Sphere. Besvérligheten ligger i det globala mini-

mumet aterfinns i en bade smal och djup “ravin” vilken I6per lings en parabol. Rosenbrocks

funktion illustreras i Figur 5.2 samt Figur 5.3 och ar definierad enligt f6ljande

D—-1

Fy(7) = Y _(100(zj41 — 23)* + (z; — 1)%) , =5.12 < 25 < 5.12

=1

<

De Jong anvinde sig ursprungligen av Rosenbrocks funktion av tva dimensioner. [24]
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F3 Step
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Step ar en funktion vald for att spegla algoritmernas effektivitet vid icke kontinuerliga och

icke konvexa problem. I Figur 5.4 illustreras en step funktion av tva dimensioner och ges

av den matematiska definitionen

D
Fy(¥) =5+D+Y int(z;) , =512 < z; < 5.12

dér int(x;) ger heltalsdelen av z;.

De Jongs ursprungliga version av F3 baserades pa fem dimensioner. [24]

=1
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F2 Rosenbrock — Narbild
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Figur 5.3: % Rosenbrock av tvd dimensioner, nédrbild

Fy Quartic

Quartic ar en kontinuerlig och konvex funktion med brus, gaussian noise. Med brus menas
att funktionsvirdet for samma ¥ med vildigt stor sannolikhet medfor tva skilda resultat
vid olika tidpunkter. Brus ar vanligt bland problem himtade fran verkligheten, till exempel
ar det inte sidkert att tva métningar alltid ger exakt samma svar utan att de kan variera
nagot. F} illustreras i Figur 5.5 och ges av

D

Fy(#) =Y (j} + gauss(0,1)) , —1.28 < z; < 1.28

j=1

dar gauss(0, 1) resulterar i ett slumgenererat tal mellan noll och ett. De Jong anvénde i

sin forskning en quartic funktion av 30 dimensioner. [24]
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Figur 5.4: F3 Step av tva dimensioner

I5 Foxholes

Foxholes dr en funktion med manga lokala optima, sa kallade foxholes, vilka ar utplacerade
med explicit angivna koordinater och omgivna av en plata med derivatan noll. Funktionen

ar definierad som foljer

1

Fy() = — 1 , —65.536 < z; < 65.536

1
E Zj:l(j‘i‘ZiD:ﬂzi—Bij)(s

dir D #r antalet dimensioner i problemet och B #r en matris av storleken D x 5 déir varje

kolonn motsvarar ett specifikt foxholes koordinater, vilket implicerar att antalet foxholes

ar lika med 5. Foxholes illustreras i Figur 5.6.

Eftersom varje foxholes ar sa pass djupt och ddrmed har sapass mycket ligre funk-
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F4 Quartic
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Figur 5.5: Fy Quartic av tvd dimensioner

tionsvirde dn den omgivande platan, dr det latt for algoritmer att ga ner i det forsta

foxholet de hittar och sedan fastna dér. En algoritm som inte presterar bra pa foxholes

ar inte bra pa att undfly lokala optima. Om algoritmen istéllet fastnar pa platan utan att

hitta nagot foxhole sa implicerar det att algoritmen kommer att prestera daligt dven pa Fj

Step. De Jong anvinde sig utav Fy av tva dimensioner och ddrmed 25 foxholes. [24]

5.4.2 Fy Griewangk

Griewangks funktion &r en flerdimensionell icke konvex funktion med manga lokala optima,

bade maxima och minima. Griewangks funktion illustreras i Figur 5.7 och ges av

D D
1 .
—— ) 22— 0s~L 41, =600 < z: < 600
4 J \/‘ J

= =1 J
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Figur 5.6: F5 Foxholes av tvd dimensioner

diar D ar antalet dimensioner. Antalet lokala optima Okar med antalet dimensioner och
redan d& D = 10 har fler 4n 1000 lokala optimum rapporterats. [25]

Lésningsmetoder vilka arbetar med en variabel i taget har vanligtvis problem med
Griewangk’s funktion da dess dimensioner dr direkt beroende av varandra genom produk-

ttermen.

5.4.3 [F7 Rastrigin

Ursprungligen konstruerades Rastrigins funktion fér tva dimensioner men generaliserades
senare av Miihlenbein for ett godtyckligt antal dimensioner. Det &r den generaliserade
versionen av Rastrigins funktion vi presenterar i denna sektion. Svarigheten hos Rastrigins

funktion ligger i det stora antalet lokala minima. Rastrigins funktion ar icke-linjar och
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F6 Griewangk
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Figur 5.7: Fs Griewangk av tva dimensioner

funktionsvérdet for de lokala optimumen 6kar med avstandet fran det globala minimet i

—

punkten 7 = 0. Rastrigins funktion illustreras i Figur 5.8 och ges av
D
= (27 — Acos(wz;) + A) , =512 < x; < 5.12
j=1
diar D ar antalet dimensioner, A &r amplituden och w &r frekvensen. Storre virde pa w

resulterar i ett okat antal lokala optima inom samma intervall fér z;. Vanliga virden pa

konstanterna dr A = 10 och w = 27. [26]
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Figur 5.8: F7 Rastrigin av tvd dimensioner

5.4.4 Fy Schaffer

Schaffers funktion dr en icke-linjar tvadimensionell funktion med odndligt manga lokala
optima och ges av

sin? /22 + 22 — 0.5

(1+0.001(x2 + 22))?

. o 21
dar 7 =
T2

5.5 Resultat och diskussion

Resultaten fran delexperiment I och delexperiment II presenteras i sektion 5.5.1 respektive

sektion 5.5.2 med tillhorande diskussion.
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Figur 5.9: Fy Schaffer av tva dimensioner

5.5.1 Del I - dterupprepning

Matvéirdena erhallna fran aterupprepningsforsoket presenteras i Tabell 5.6 och 6verstammer
vil med tidigare méitningar utférda av Secrest och Lamont vilka presenteras i Tabell 5.5.
Néar vi i fortsdttningen ndmner tidigare métningar &r det med hénvisning till Secrests
och Lamonts resultat presenterade i artikeln "Visualizing Particle Swarm Optimization -
Gaussian Particle Swarm Optimization” [3].

Secrest och Lamont ndmner inte i sin artikel [3] hur ménga iterationer som GPSO och
SPSO korts for att uppna det resultat de presenterar, utan nidmner enbart att bade GP-
SO och SPSO "tillatits att konvergera”. Pa grund av utelamnandet av antalet iterationer i
Secrests och Lamonts artikel [3| var vi tvungna att testa oss fram for att erhalla lampliga

antal iterationer. Ett lampligt antal iterationer betyder att Ym,, m, € [m; — o, my + oy
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dér m,, &r erhallet medelvirde av en viss algoritm for en viss funktion (se Tabell 5.6), m,
ar motsvarande medelvirde vid tidigare métning och o, &r motsvarande standardavvikelse
(se Tabell 5.5). Bada algoritmerna méaste dessutom kora samma antal iterationer for sam-

ma funktion. Antalet nédvindiga iterationer for att erhalla énskat resultat utfoll enligt

Tabell 5.4.

Funktion Antal iterationer
F 62
I 50
Es 33
I 40
Iy 40

Tabell 5.4: Nodvindigt antal iterationer.

Samtliga erhallna medelvirden efter antalet iterationer presenterade i Tabell 5.4, foru-
tom medelvérden for Fg, faller inom intervallet [m; — oy, my + o4

Om Secrest och Lamont verkligen givit algoritmerna tillrickligt med iterationer sa att
de "tillatits att konvergera” kan diskuteras. Anledningen till vart tvivel bygger frimst pa
resultatet for /7, som har ett globalt minimum pa 0 och saknar lokala minima férutom det
globala, men géller d&ven andra funktioner som F3y och F; vars resultat ar langt fran bra.
Huruvida algoritmerna givits tid for att konvergera later vi dock vara osagt da uppsatsens
syfte inte direkt berors av fragan. Fran var synvinkel néjer vi oss med att konstatera att
vara matningar, i det stora hela, overensstimmer med de tidigare utférda métningarna
vilket darmed bekraftar var implementations korrekthet.

Forutom erhéllet resultat noterades dven att SPSO i genomsnitt var 79% snabbare én

GPSO medan de tidigare métningarna visade pa 10%.
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Matvarden

Funktion GPSO SPSO

Bast Medel o Bast Medel o
Fy 3.30e-12 1.57e-9 2.45e-9 5.1 1020 1725
F, 1.49e-1 4156 4143 67.1 1.10e+7 2.20e+7
F 3.10e-5  1.99e-2 1.75e-2 4.3%9e-1 1.04 4.36e-1
F; 5.51e-8 6.26e-1 4.85e-1 89.8 1143 1325
Fy 3.85e-3  1.19e-2 9.09e-3 1.90e-1 4.41e-1  9.34e-2

Tabell 5.5: Tidigare resultat av Secrest och Lamont. |3]

Funktion GPSO SPSO

Bast Medel o Bast Medel o
F 8.32e-11 3.25e-9 6.03e-9 1.88 38.5 49.4
F, 2.00e-1 1324 1712 197.9 168721 418807
Fy 3.30e-3  3.21e-2 2.51e-2 1.54e-1 6.33e-1 3.06e-1
F; 2.79e-2  9.66e-1 7.72e-1 28.9 139.8 162.8
Fy 9.72e-3  1.87e-2 1.30e-2 1.47e-2 2.47e-1 1.29e-1

Tabell 5.6: Resultat av upprepning.
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5.5.2 Del II - pdbyggnad

Matvirdena erhallna fran pabyggnadsforsoket presenteras i Tabell 5.7-5.14 och i Figur 5.11-
5.18 visas konvergeringskurvor for de olika testproblemen. Konvergeringskurvorna visar hur
algoritmerna konvergerar som funktioner av tiden, och syftar till att visa pa skillnader i
konvergeringshastighet mellan olika algoritmer. Konvergeringskurvorna syftar inte till att
visa algoritmernas slutresultat, utan det ar tabellernas uppgift.

Foljande slutsatser kan dras utifran erhallna métvarden

e SPSO erhaller i alla fall férutom vid Rosenbrock, av tva dimensioner, och Step, av
samtliga dimensionsantal, biattre virden &n GPSO. Genom vara méitresultat har vi
saledes visat att GPSO inte medfor nagon férbattring gentemot SPSO vid ickelinjéra
begrinsade flerdimensionella problem férutom i enstaka fall. Métresultaten visar &ven
att GPSO inte medfor nagon forbattring gentemot resterande PSO-algoritmer i de

flesta fallen.

e SPSO erhaller i alla fall forutom vid Rosenbrock, av samtliga dimensionsantal, och
Griewangk, av 20 och 30 dimensioner, ett biattre medelvirde &n FMINCON. T fler-
talet problem - Fj, Fy, Fy, F; och Fg - visar samtliga PSO-algoritmerna ett béttre
medelvirde &n FMINCON. PSO-algoritmernas goda resultat gentemot en sa vilkind
och vilanvind algoritm for l6sandet av ickelinjara begrinsade problem visar att PSO-
algoritmerna inte dr att forkasta och att de i manga fall forefaller kunna prestera

béttre resultat an SQP-metoder.

e GPSO gor 6verlag ett farre antal funktionsevalueringar gentemot andra PSO-algoritmer.
Anledningen bakom det farre antalet funktionsevalueringar ar att algoritmen for GP-
SO ar mer berdkningskriavande vilket ocksa noterades i delexperiment I. Att GPSO
ar mer berdkningskriavande gor sig mest tydligt i de fall dar problemfunktionen &r
enkel att berdkna, jaimfor f-eval kolumnen i exempelvis Tabell 5.11 och Tabell 5.7.

Ett farre antal funktionsevalueringar gentemot ett hogre antal for att erhalla ett
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specifikt resultat dr att foredra och blir viktigare ju mer berdkningskrivande varje

funktionsevaluering ar.

GPSO presterar enastaende for Step, F3, dir optimal 16sning erholls vid samtliga
kérningar oavsett antalet dimensioner, se Tabell 5.9. Konvergeringskurvorna i Fig-
ur 5.13 styrker GPSOs effektivitet dir vi &ven kan notera att optimal 16sning erhéalls
vid ett tidigt skede, langt innan exekveringen upphor. Anledningen till varfér GSPO
presterar sa bra for Step ar att GPSO sprider partiklarna i svirmen runt gbest och
varje partikels pbest samt att Step bestar av ett antal regelbundna plataer, se Fig-
ur 5.4. Partiklarna i GPSO sprids runt omkring antingen gbest eller sina pbest med
ett medelavstand . Om r ar storre dn halva lingden av en plata, dr sannolikheten

for en partikel att hamna pa en lagre niva ungeféir

1
6

N —
W =

dar % kommer fran att det &r 50% chans for en partikel att hamna lingre bort fran

gbest eller pbest dn r och é kommer fran att ungefar é av alla omkringliggande
plataer ar liagre, se Figur 5.10. For 30 partiklar dr da sannolikheten att minst en

partikel hamnar pa en lagre niva dn dess pbest
1
1—(1- 6)30 ~ 0.996

vid varje iteration i GPSO. Det ar da litt att inse att GPSO kommer att konvergera

snabbt for Step oavsett antal dimensioner.

Eftersom en del av pabyggnadsdelen av experimentet avser funktioner av tva dimen-
sioner, ar det 1att att jaimfora med aterupprepningsdelen. Av alla testproblem av tva
dimensioner var SPSO béttre &n GPSO i alla fall utom tva, vilket &ar i direkt motsats

till resultatet fran upprepningsdelen. Det finns tva anledningar bakom GPSOs hér
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Figur 5.10: Illustration av GPSO applicerat pd Fj

simre resultat. Den forsta anledningen ar att SPSO har har, till skillnad fran del
I, fatt lika lang cpu-tid pa sig som GPSO. Den andra anledningen dr de skillnader

mellan SPSO-algoritmerna som finns, se sektion 5.2.1 och sektion 5.3.1.

e Utifran konvergeringskurvorna kan slutsatsen att GPSO 6verlag konvergerar langsam-
mare dn ovriga PSO-algoritmer, speciellt SPSO, dras. For I3 Step konvergerar dock
GPSO oerhort snabbt och hittar i slutindan dven de bésta l6sningarna. GPSO kon-
vergerar snabbt ocksa for Fi Griewangk men finner i slutdndan inte lika bra losningar
som Ovriga PSO-algoritmer eftersom konvergeringshastigheten planar ut vilket tyder
pa att GPSO har svart att undfly lokala optima. Ett langsamt konvergeringsfor-
farande behover dock inte alltid vara en nackdel, en langsam konvergens kan tyda pa

att tillstandsrummet genomsoks i en storre omfattning vilket pa sikt kan bidra till
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att battre losningar erhalles.

Det ska papekas, vilket ocksa ndmnts tidigare, att parameterinstillningarna fér PSO-
algoritmerna pa intet sidtt dr optimala. De olika parametrarna sasom svarmstorleken kan
anpassas efter vilket problem som ska optimeras, vilket skulle leda till férbattrade resultat.
Med andra ord skulle samtliga PSO-algoritmer ha kunnat prestera béattre &n de redovisade

resultaten.
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Maétvarden
F} Sphere
Dim./tid  Metod Bist Medel o f-eval Anm.
30/4s SPSO 6.3685e-019 1.1363e-016 2.4198e-016 78804
APSO 2.4549e-019 8.8861e-017 1.8541e-016 77989 Replace =0
GPSO 1.4946e-005 0.00010111  7.7239e-005 55346
PSO-ring  2.414e-009  2.1171e-008 3.0795e-008 73523
PSO-wheel 1.5546e-011 2.6708e-008 7.0238e-008 79046
FMINCON 1.032e-016  2.7371e-016 9.5637e-017 11917
20/2.5s  SPSO 1.8652e-023 4.0973e-021 5.5708e-021 54595
APSO 4.2968e-024 3.3899e-020 6.9226e-020 53665 Replace = 0
GPSO 4.6113e-007 3.5818e-006 2.5543e-006 35855
PSO-ring 1.595e-012  2.4087e-011 2.874e-011 51092
PSO-wheel 9.6184e-014 1.2276e-010 4.5038e-010 54607
FMINCON  9.6208e-017 2.1842e-016 1.1038e-016 7815
10/1.5s  SPSO 6.2095e-035 1.125e-032  1.7066e-032 37009
APSO 1.2188e-034 5.2466e-031 1.4577e-030 35717 Replace = 0
GPSO 6.6698e-013  5.0033e-011  9.5992e-011 22211
PSO-ring  1.375e-021  2.1602e-019 2.3037e-019 34135
PSO-wheel 2.2965e-021 8.699e-018  2.2075e-017 36930
FMINCON 7.0682e-017 1.2792e-016 7.2247e-017 4397
5/0.5s SPSO 4.2304e-026 1.9356e-023 4.618e-023 13291
APSO 1.1351e-024 4.3036e-021 1.5493e-020 12901 Replace = 0
GPSO 4.9533e-013  5.1575e-010 1.0192e-009 7588
PSO-ring  5.9168e-018 1.06e-015 2.0668e-015 12144
PSO-wheel 1.7883e-019 8.7144e-012 4.3472e-011 13093
FMINCON  5.0749e-018 6.2846e-017 5.1572e-017 1041
2/0.2s SPSO 7.4425e-022 8.8794e-018 2.2995e-017 5326
APSO 2.2891e-021 1.1849e-016 4.0989e-016 5282  Replace = 0
GPSO 7.9673e-023 6.5679-016 1.6218e-015 2939
PSO-ring  1.6102e-017 1.1597e-012 5.7393e-012 4858
PSO-wheel 1.1163e-019 8.0604e-010 4.0024e-009 5315
FMINCON  3.3819e-018 5.4589%¢-017 3.0165e-017 504

Tabell 5.7: Tabell dver resultat for Fy Sphere.
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Figur 5.11: Konvergeringskurvor for Fy Sphere
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F5 Rosenbrock

Dim./tid  Metod Bist Medel o f-eval  Anm.
30/10s SPSO 12.5672 23.1267 3.2804 126104
APSO 16.7697 33.8942 19.5338 122608 Replace — 29
GPSO 24.5652 62.4614 48.3111 97631
PSO-ring  24.245 26.2463 3.3196 117862
PSO-wheel  23.5561 136.4922 523.8324 123592
FMINCON  5.5702e-011 1.2757 1.898 30187
20/7s SPSO 12.0588 13.8551 1.6572 106164
APSO 10.3815 15.4749 1.3695 103819 Replace — 28
GPSO 13.4347 26.7332 22.8829 77494
PSO-ring  14.1677 15.0599 0.83959 100573
PSO-wheel 11.3363 53.6503 137.2654 105587
FMINCON  4.8155e-011 1.4352 1.953 24317
10/5s SPSO 1.5804 2.8445 0.56002 97763
APSO 1.7354 4.2505 0.78316 95717  Replace — 16
GPSO 2.2911 15.1382 26.1795 64051
PSO-ring  3.4761 4.3122 0.49601 91690
PSO-wheel 0.22201 2.7199 0.59482 97792
FMINCON  3.9383e-011 1.2757 1.898 15911
5/2.5s SPSO 0.0016165  0.094011 0.034923 57115
APSO 0.066101 0.194 0.071858 55882  Replace — 11
GPSO 0.0021988  1.0787 1.8155 34781
PSO-ring  0.24082 0.45007 0.14493 53239
PSO-wheel  0.036998 0.39219 0.81424 57313
FMINCON  1.7604e-011 0.78617 1.6048 5770
2/0.5s SPSO 4.3972e-014  3.3784e-010 1.3784e-009 13056
APSO 1.2481e-014 1.6254e-010 3.5418e-010 12521  Replace — 0
GPSO 2.8078e-016 4.6738e-011 1.3586e-010 7447
PSO-ring  1.2131e-011 4.9376e-008 1.1093e-007 12086
PSO-wheel 2.6096e-012 7.7412e-007 2.0057e-006 12968
FMINCON  6.5733e-013  1.6965e-011 5.8093e-012 776

Tabell 5.8: Tabell dver resultat for F» Rosenbrock.
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Figur 5.12: Konvergeringskurvor for Fy, Rosenbrock
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I3 Step
Dim./tid  Metod Bist  Medel o f-eval Anm.
30/0.15s  SPSO 0 19.2 12.8841 2540
APSO 0 13 10 2485  Replace = 23
GPSO 0 0 0 1891
PSO-ring 0 3.4 5.5377 2316
PSO-wheel 0 12.28  8.6579 2497
FMINCON 115.6 140.92 16.8985 534
20/0.1s  SPSO 0 7.6 7.2342 1880
APSO 0 4.2 5.2678 1852  Replace = 13
GPSO 0 0 0 1370
PSO-ring 0 1.72 4.2575 1765
PSO-wheel 0 4.8 6.8981 1883
FMINCON 64.4 96.28 19.3247 348
10/0.05s  SPSO 0 1 2.5 1218
APSO 0 0.6 2.1985 1210  Replace = 3
GPSO 0 0 0 1032
PSO-ring 0 0.36 1.036 1142
PSO-wheel 0 1.88 3.3581 1172
FMINCON 33.2 46.84 7.7614 146
5/0.025s  SPSO 0 0.2 1 1070
APSO 0 0.4 1.3844 1012 Replace = 3
GPSO 0 0 0 1024
PSO-ring 0 0.28 0.79162 1040
PSO-wheel 0 0.48 1.3577 1072
FMINCON 18.6 24.04 3.8846 50
2/0.005s  SPSO 0 0 0 1096
APSO 0 0 0 1096  Replace = 0
GPSO 0 0 0 1018
PSO-ring 0 0 0 1031
PSO-wheel 0 0.2 0.57735 1075
FMINCON 2.24  8.68 4.0628 15

Tabell 5.9: Tabell over resultat for Fs Step.
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Figur 5.13: Konvergeringskurvor for Fs Step
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I, Quartic
Dim./tid  Metod Bist Medel o f-eval Anm.
30/10s SPSO 8.8234 11.0974  0.9033 32303
APSO 10.2903 11.3285  0.5731 32195 Replace =0
GPSO 13.1373 18.5402  2.5312 30094
PSO-ring 10.1019 11.2784  0.6515 32040
PSO-wheel  9.7000 11.3645  0.8660 38554
FMINCON  8.9027 32.4443  26.8087 7429
20/7s SPSO 4.5477 6.1603 0.5754 32777
APSO 5.5406 6.3392 0.4053 32809 Replace — 0
GPSO 6.6995 8.7745 0.9453 29676
PSO-ring 5.5234 6.1728 0.3742 32382
PSO-wheel 5.9397 6.5503 0.3661 32872
FMINCON  5.5702 19.0793  16.913 9148
10/5s SPSO 1.3225 1.9523 0.26434 37087
APSO 1.4456 1.9327 0.20428 39233 Replace = 0
GPSO 1.7744 2.3610 0.32219 30412
PSO-ring 1.4609 1.8935 0.23773 38786
PSO-wheel 1.5157 2.0426 0.25840 39148
FMINCON  1.6989 5.6738 4.6915 9006
5/2.5s SPSO 0.27385 0.48316  0.088039 33041
APSO 0.33295 0.44328 0.076439 32606 Replace — 0
GPSO 0.31813 0.52242  0.1239 25117
PSO-ring 0.21991 0.43039  0.086944 30804
PSO-wheel 0.22292 0.47209  0.10826 30200
FMINCON 0.22286 1.5537 1.2504 5741
2/0.5s SPSO 0.0044971 0.022995 0.0099534 8585
APSO 0.0063724 0.025461 0.011695 8443  Replace = 0
GPSO 0.013168  0.039886 0.019283 5747
PSO-ring 0.007604  0.028132 0.012602 8137
PSO-wheel 0.010419  0.026372 0.012849 8474
FMINCON 0.0239 0.64784  1.242 1157

Tabell 5.10: Tabell éver resultat for Fy Quartic.
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Figur 5.14: Konvergeringskurvor for Fy Quartic
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F5 Foxholes

Dim./tid  Metod Bast Medel o f-eval  Anm.
5/20s SPSO 59.8481 199.6517 95.7970 3359
APSO 18.3037 166.8027 94.4622 3391 Replace = 9
GPSO 14.1531 291.5004 119.5967 3368
PSO-ring 92.4122 202.5823 85.2328 3397
PSO-wheel 36.1743 205.3424 112.5472 3398
FMINCON  65.9655 355.2172 107.0863 4613
4/15s SPSO 0.9980 20.7529  31.9617 13336
APSO 0.9980 12.9774  20.6105 13326 Replace = 28
GPSO 6.9033 97.1814  65.6701 12985
PSO-ring 0.9980 23.0100 37.7200 13286
PSO-wheel 1.9920 25.0696  25.3365 13333
FMINCON 18.304 230.6059 133.2786 12938
3/5s SPSO 0.9980  2.2517 3.0264 22411
APSO 0.9980 1.1570 0.3719 22376  Replace = 29
GPSO 0.9980  9.9995 10.5382 19874
PSO-ring 0.9980  2.1850 1.6613 22188
PSO-wheel 0.9980 4.7924 4.5403 22456
FMINCON 21.0726 59.2275  22.9545 7325
2/1s SPSO 0.9980 1.1168 0.5940 12096
APSO 0.9980  0.9980 0.0000 12052 Replace = 29
GPSO 0.9980 1.1570 0.3719 9038
PSO-ring 0.9980  0.9980 0.0000 11759
PSO-wheel 0.9980 1.3951 0.7018 12132
FMINCON  0.998 14.9735  7.7105 1553

Tabell 5.11: Tabell éver resultat fér F5 Fozxholes.
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Fs Griewangk

Dim./tid  Metod Bast Medel o f-eval  Anm.
30/15s SPSO 0 0.013862 0.014259 230231
APSO 0 0.011147 0.0092103 221737 Replace = 23
GPSO 7.5763e-009 0.014071 0.012534 174588
PSO-ring 0 0.0095721 0.010251 216071
PSO-wheel 0 0.015359 0.011458 228335
FMINCON 0 1.1102e-016 1.0135e-016 13641
20/8s SPSO 0 0.028608 0.024585 128509
APSO 0 0.03529 0.027019 124708 Replace — 24
GPSO 6.3674e-010 0.024481 0.024739 93667
PSO-ring 0 0.017626 0.018504 122506
PSO-wheel 0 0.023093 0.020019 129004
FMINCON 0 0.00029584 0.0014792 15965
10/6s SPSO 0.029547 0.070351 0.028075 120517
APSO 0.024594 0.064354 0.020376 118888 Replace — 26
GPSO 0.056543 0.2734 0.1737 79471
PSO-ring 0.021546 0.07958 0.041236 113755
PSO-wheel 0.027066 0.072388 0.039553 120986
FMINCON 0 0.52377 0.80645 18495
5/4s SPSO 0 0.013697 0.0074242 83965
APSO 0 0.015169 0.0091999 82882  Replace — 23
GPSO 0.059119 0.17885 0.0965 52963
PSO-ring 0.0012199  0.023361 0.011206 79282
PSO-wheel 0 0.02357 0.015546 84204
FMINCON 0.12326 23.423 39.9278 10120
2/3s SPSO 0 0.00059168  0.0020479 69294
APSO 0 0.00088753  0.002453 68270  Replace — 6
GPSO 0 0.0031559  0.003996 41618
PSO-ring 0 3.153e-016  1.5765e-015 65460
PSO-wheel 0 0.0010939  0.0023479 69302
FMINCON 1.7234 55.407 35.8813 5263

Tabell 5.12: Tabell éver resultat for Fg Griewangk .
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Figur 5.16: Konvergeringskurvor for Fg Griewangk
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F; Rastrigrin

Dim./tid  Metod Bist Medel o f-eval  Anm.
30/20s SPSO 14.9244  27.1027 8.2811 326324
APSO 12.0205  33.0945 11.3055 302477 Replace = 29
GPSO 120.3896 178.6141 26.7484 258385
PSO-ring 23.6748  39.4263 7.783 310894
PSO-wheel 11.9395  28.8225 12.9687 351340
FMINCON 119.3944 197.8365 41.0306 59004
20/12s SPSO 4.9748 9.9496 3.3495 242189
APSO 4.9759 11.9987 4.2854 234701 Replace — 29
GPSO 52.7326  103.9926 25.5738 161320
PSO-ring 10.2114  17.7786 4.9111 219241
PSO-wheel 5.9698 13.8498 7.5878 240344
FMINCON 73.6266  145.3029 43.0802 47899
10/7s SPSO 0 1.8307 1.3678 165232
APSO 0 2.2015 1.2802 157572 Replace = 27
GPSO 16.9143  39.4002 14.5436 99834
PSO-ring 0 1.6186 1.2389 157482
PSO-wheel 0 2.3083 1.7166 168894
FMINCON 33.8285  73.0296 21.478 22154
5/45s  SPSO 0 0 0 114054
APSO 0 0 0 111703 Replace — 0
GPSO 1.9899 7.3627 3.5177 66314
PSO-ring 0 0 0 105550
PSO-wheel 0 0 0 112672
FMINCON  3.9798 30.6048 16.7186 9899
27035 SPSO 0 0 0 8346
APSO 0 0 0 8075 Replace — 0
GPSO 0 0.20202 0.49645 4552
PSO-ring 0 0 0 7424
PSO-wheel 0 1.0051e-012  4.5542e-012 8005
FMINCON 0.99496  9.7903 8.7763 488

Tabell 5.13: Tabell dver resultat for Fr Rastrigrin.
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Basta erhallna funktionsvéarde

Basta erhallna funktionsvéarde
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Figur 5.17: Konvergeringskurvor for F; Rastrigrin
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F5 Schaffer
Dim./tid  Metod Bast Medel o f-eval  Anm.
2/0.3s SPSO 0 0.0062571 0.0047105 8464
APSO 3.7492e-013  0.0073844 0.0042352 7972 Replace = 830
GPSO 0.002223 0.0094162 0.0014986 4676
PSO-ring 1.2341e-009 0.0054522 0.0046518 7636
PSO-wheel 6.0683e-007 0.0075833 0.0032983 8378
FMINCON 0.5 0.5 1.9434e-007 425
Tabell 5.14: Tabell éver resultat for Fg Schaffer.
F8 Schaffer, 2 dimensioner
3 05 : : :
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Figur 5.18: Konvergeringskurvor for Fy Schaffer

5.5.3 Modellerar GPSO en partikelsvarm?

En fraga som dok upp under arbetets gang var huruvida GPSO verkligen modellerar en par-

tikelsvirm. Utan tvekan utnyttjas kollektiv intelligens, da partiklars nya positioner beror

pa svirmens erfarenheter, men det finns ingen egentlig rérelse som i 6vriga PSO-algoritmer.

Partikelsvirmsoptimering baseras pa en flock flygande faglar, och varje partikel har tidi-

gare haft en associerad position och hastighet - partiklarna ror sig kontinuerligt och deras
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hastigheter fordandras kontinuerligt. I GPSO daremot placeras partiklar ut slumpvis run-
tomkring gbest eller partiklarnas pbest utan att ta partiklarnas tidigare position i beak-
tande. Rorelsemonstret hos partiklarna i GPSO kan séaledes inte liknas med en flock fly-
gande faglar. GPSO modellerar alltsa inte en partikelsvéirm i ordets ursprungliga betydelse,

men riaknas algoritmen trots det som en partikelsvirmsalgoritm?



Kapitel 6

Slutsats och sammanfattande

kommentarer

Optimering ar en iterativ process vilken &mnar fatta ett sa bra beslut som mojligt med
hjalp av matematiska modeller och metoder, och har idag ett stort antal tekniska och
ekonomiska tillimpningsomraden. Optimering anvinds ofta for att 16sa komplexa problem
- som det tar alltfor lang tid att losa med traditionella, exakta, metoder - ungefarligt
eller "tillrackligt bra”. Svirmintelligens, SI, &r ett omrade inom Artificiell Intelligens, Al,
som bygger pa kollektiv intelligens fér optimering. SI bygger pa hur en grupp individer
samarbetar for att 16sa en specifik uppgift, i fallet med den héir uppsatsen séka optimum
till en funktion. Intelligensen h&js da en niva till att inkludera samtliga individer i en grupp
och deras samarbetsformaga, istéllet for att enbart innefatta en enskild individ.

SI kan delas upp i tva olika omraden, partikelsvirmsoptimering och insektsvirmsop-
timering. Insektsvirmsoptimering bygger pa forst och frimst myrors feromonféljande be-
teende, och har visat sig vara effektivt vid 16sandet av diskreta problem. Insektsvirmsop-
timering gar dock inte att Gverféra pa kontinuerliga problem utan svarigheter, och av den
anledningen ligger uppsatsens fokus pa partikelsvirmsoptimering som visat sig vara ut-

méarkt vid 16sandet av kontinuerliga problem. Partikelsvirmsoptimering bygger pa en flock

[6)
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faglars sociala beteende inom flocken, dér en enskild fagel bendmns som en partikel och
flocken bendmns som svirmen. Idén &dr hir att de enskilda partiklarna ror sig genom det
flerdimensionella tillstandsrummet i s6kandet efter det globala optimat och deras rorelse

paverkas av bade deras egna och gruppens erfarenheter.

Det finns ett antal algoritmer inom partikelsvirmsoptimering vilka alla mer eller min-
dre liknar varandra. De i uppsatsen undersokta algoritmerna ar SPSO, APSO, PSO med
ring-topologi, PSO med wheel-topologi samt GPSO. GPSO utvecklades s& sent som 2003
av Barry R. Secrest och Gary B. Lamont och ar den algoritm av de tidigare nimnda som
avviker mest fran de Gvriga algoritmerna. Secrest och Lamont utvecklade GPSO for att
tackla nagra svagheter som de upptiackt hos andra PSO-algoritmer. Secrest och Lamont
visade genom experiment att GPSO var 6verligsen SPSO vid 16sning av fem olika ick-
elinjira begrinsade tvadimensionella problem. Secrest och Lamont ansag dock att mer
forskning krévdes for att bekrifta deras resultat och fér att undersdka om resultatet blev
detsamma for problem av ett hogre dimensionsantal. Secrest och Lamont ndmnde dven att
den version av SPSO som de anvint saknade en del vanliga forbattringar, och av denna
anlendning ansag Secrest och Lamont att det var for tidigt att sdga att GPSO overlag var

overlagsen SPSO.

Med Secrests och Lamonts artikel som grund utférde vi ett experiment fér att un-
dersoka effektiviteten hos GPSO gentemot SPSO och andra tidigare ndmna algoritmer vid
16sning av ickelinjira begrinsade flerdimensionella problem. Efter att forst ha aterupprepat
Secrests och Lamonts experiment, visade vi genom nya experiment att SPSO var béttre
an GPSO utom i nagra enstaka specifika fall. Vidare noterades dven en Overlag snabbare
konvergens fér SPSO &n for GPSO. De olika PSO-algoritmerna jamfordes dven med en
SQP-metod for att ha en referenspunkt att jimfora PSO-algoritmerna som grupp med.
SQP é&r en erkint bra metod for 16sning av ickelinjira begrinsade problem och den SQP-
implementation som anvindes for jamférelsen var FMINCON fran MathWorks Inc.. Det

visade sig att SPSO var battre &an FMINCON utom i nagra enstaka specifika fall, och att



7

samtliga PSO-algoritmer var béattre &n FMINCON i de flesta fallen.

Slutsatserna fran vart experiment dr att GPSO o6verlag inte medfér nagon férbéttring
gentemot SPSO och att samtliga PSO-algoritmer, speciellt SPSO, &verlag dr minst lika
effektiva som FMINCON i de undersokta testfallen.
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Bilaga A

MATLAB kod

A.1 Standard PSO

Y

% SPSO Algoritm

h  Av: Mathias Johansson, Mikael Lindberg
%  Datum: 2004-10-10
Y o e e e e e

% Parameterbeskrivning

%  func
h N
% D
h u

b
b
% stoptime
% nroflogs

Funktion att optimera

Antal partiklar i svérmen

Antal dimensioner av problemet
Begrdnsning av vidrdena pd problemets
inparameter, for alla x vilka tillhor
{X1...Xn} hor till intervallet [-u, ul
Antal sekunder algoritmen ska exekvera
Antal logg tillfdllen exkl startvarde

e

function SPSO(func, N, D, u, stoptime, nroflogs);

%» Initiering av startvdrden

starttime = cputime;

V_MAX = u * 0.3; % Det samma som 15Y%
W_start = 0.9;

% Troghetsvikt att borja med (Inertia weight)

W_stop = 0.4; % Troghetsvikt att sluta med (Inertia weight)
W_cur = W_start; % Nuvarande troghetsvikt (Inertia weight)
Cl1 = 2; % Accelerationskonstant

83
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Cc2 = 2; % Accelerationskonstant
log = 1; % Inv: 1 <= log <= nroflogs

% Initierar partiklar och deras hastighet
for i =1: N

for j=1:D
p(i,j) = rand * u * 2 - u;
v(i,j) = rand * V_MAX * 2 - V_MAX;
end
end
pbest = p;
gbest = 1;
for j=1:N
curfeval(j) = feval(func, p(j,:));
pbestfeval(j) = curfeval(j);
end

% Logga initialvirden
data(log) = pbestfeval(gbest);
time(log) = 0;

% Huvudloop, avbryts efter en forutbestdmd tid
while log <= nroflogs

% Uppdaterar personbidsta fér varje partikel
for j=1:N
curfeval(j) = feval(func, p(j,:));
if curfeval(j) < pbestfeval(j)
pbest(j,:) = p(j,:);
pbestfeval(j) = curfeval(j);
end
end

% Uppdaterar globalt b&dsta partikel
for j=1:N
if pbestfeval(gbest) > curfeval(j)
gbest = j;
end
end

% Forflytta partiklarna genom tillst&ndsrummet



A.1. STANDARD PSO

85

for j=1:N

% Berdkna ny hastighet for partikel j
for k=1 :D
v(j,k) = W_cur * v(j,k) + C1 * rand * (pbest(j,k)-p(j,k))
+ C2 * rand * (pbest(gbest,k)-p(j,k));
if v(j,k) > V_MAX
v(j,k) = V_MAX;
elseif v(j,k) < -V_MAX
v(j,k) = -V_MAX;
end
end

% Berdkna nytt tillstdnd for partikel j
for k =1 :D
p(j,k) = p(j,k) + v(j,k);

if p(j,k) > u
p(i,k) = u;
elseif p(j,k) < -u
p(j,k) = -u;
end
end

end

% Uppdatera forfluten tid
curtime = cputime - starttime;

% Uppdatera tréghetsvikt
W_cur = W_start - (W_start - W_stop) / (stoptime / curtime);

% Logga algoritmens framging
if (stoptime / nroflogs) * log < curtime
data(log + 1) = pbestfeval(gbest);
time(log + 1) = curtime;
log = log + 1;
end
end

assignin(’base’,’data’, data);
assignin(’base’,’time’, time);
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A.2 Adaptive PSO

e

% APSO Algoritm
%  Av:
% Datum: 2004-10-10

Mathias Johansson, Mikael Lindberg

Y

’ Parameterbeskrivning

%  func - Funktion att optimera

h N - Antal partiklar i svédrmen

% D - Antal dimensioner av problemet

h u - Begrdnsning av vdrdena pd problemets
h inparameter, for alla x vilka tillhor
% {X1...Xn} hor till intervallet [-u, ul

%  stoptime - Antal sekunder algoritmen ska exekvera
% nroflogs - Antal logg tillfédllen exkl startvérde
Y

function APSO(func, N, D, u, stoptime, nroflogs);

%» Initiering av startvirden

starttime = cputime;
diffp = 0.001;

V_MAX = u *x 0.3;

ClL = 2;

C2 = 2;

invcount = zeros(1,N);

replace = 0;

W_start = 0.9;
W_stop = 0.4;
W_cur = W_start;
log = 1;

h
h
h
h
h
h
h
h
h
h
h
h
h
h
b

0.1 Procent av det bast funna funktionsvirdet

vilket anvénds vid kontroll av inaktiva
partiklar

Det samma som 15%

Accelerationskonstant

Accelerationskonstant

Vektor som hdller reda pd hur lénge

varje partikel varit "inaktiv"

Max antal iterationer en partikel far

vara inaktiv innan den byts ut

Riaknar antalet utbytta partiklar
Troghetsvikt att borja med (Inertia weight)
Troghetsvikt att sluta med (Inertia weight)
Nuvarande troghetsvikt (Inertia weight)
Inv: 1 <= log <= nroflogs

% Initierar partiklar och dess hastighet

for i = 1: N
for j=1:D
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p(i,j) = rand * u * 2 - u;

v(i,j) = rand * V_MAX * 2 - V_MAX;

end

end

pbest = p;

gbest = 1;

for j=1: N
curfeval(j) = feval(func, p(j,:));
pbestfeval(j) = curfeval(j);

end

% Logga initialvdrden
data(log) = pbestfeval(gbest);
time(log) = 0;

% Huvudloop, avbryts efter en forutbestdmd tid
while log <= nroflogs

% Uppdaterar personbdsta for varje partikel
for j=1:N
curfeval(j) = feval(func, p(j,:));
if curfeval(j) < pbestfeval(j)
pbest(j,:) = p(j,:);
pbestfeval(j) = curfeval(j);
end
end

% Uppdaterar globalt bista partikel
for j=1:N
if pbestfeval(gbest) > curfeval(j)
gbest = j;
end
end

% Uppdatera grinsen for inaktivitetskravet
diff = pbestfeval(gbest) * diffp;

% Forflytta partiklarna genom tillst&ndsrummet
for j=1:N

% Uppdatera inaktivitetsrédknaren for partikel j
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if j "= gbest && abs(curfeval(j) - pbestfeval(gbest)) < diff
invcount (j) = invcount(j) + 1;

else
invcount (j) = 0;

end

% Byt ut partikel j om den varit inaktiv fér lénge, annars
% forflytta partkel j
if invcount(j) > Tc
for k =1 :D
p(j,k) = rand * u * 2 - u;
v(j,k) = rand * V_MAX * 2 - V_MAX;
end
pbest(j, :) = p(j, );
replace = replace + 1;
else

% Berdkna ny hastighet for partikel j
for k=1:D
v(j,k) = W_cur * v(j,k) + C1 * rand * (pbest(j,k)-p(j,k))
+ C2 * rand * (pbest(gbest,k)-p(j,k));
if v(j,k) > V_MAX
v(j,k) = V_MAX;
elseif v(j,k) < -V_MAX
v(j,k) = -V_MAX;
end
end

%» Berdkna nytt tillst&nd for partikel j
for k=1:D
p(j,k) = p(j,k) + v(j,k);

if p(j,k) > u
p(j,k) = u;

elseif p(j,k) < -u
p(j.k) = -u;

end

end
end
end

% Uppdatera forfluten tid
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curtime = cputime - starttime;

% Uppdatera troghetsvikt
W_cur = W_start - (W_start - W_stop) / (stoptime / curtime);

% Logga algoritmens framgdng
if (stoptime / nroflogs) * log < curtime
data(log + 1) = pbestfeval(gbest);
time(log + 1) = curtime;
log = log + 1;
end
end

assignin(’base’,’data’, data);
assignin(’base’,’time’, time);
assignin(’base’,’replace’, replace);

A.3 PSO med ring-topologi

Y
% PSO Algoritm med ring-topologi

h  Av: Mathias Johansson, Mikael Lindberg

%  Datum: 2004-10-10

Y e

% Parameterbeskrivning

%  func - Funktion att optimera

h N - Antal partiklar i svédrmen

% D - Antal dimensioner av problemet

hou - Begrédnsning av virdena pd problemets
b inparameter, for alla x vilka tillhor
% {X1...Xn} hor till intervallet [-u, ul

% stoptime - Antal sekunder algoritmen ska exekvera
% nroflogs - Antal logg tillfédllen exkl startvérde
A

function PSOring(func, N, D, u, stoptime, nroflogs);
%» Initiering av startvédrden

starttime = cputime;
V_MAX = u * 0.3; % Det samma som 15Y%
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W_start = 0.9;
W_stop = 0.4;
W_cur = W_start;

h
h
h
h
h
h

round(N * 0.15); yA

% Initierar partiklar och

for i = 1: N
for j =1:D
p(i,j)

v(i,j)

end

lbest (i) = i;

end

pbest = p;

gbest = 1;

for j 1: N
curfeval(j)
pbestfeval(j

end

J

)

rand * u

rand * V_

Troghetsvikt att borja med (Inertia weight)
Troghetsvikt att sluta med (Inertia weight)
Nuvarande troghetsvikt (Inertia weight)
Accelerationskonstant

Accelerationskonstant

Inv: 1 <= log <= nroflogs
Omgivningsstorlek, 15% av svdrmstorlek

dess hastighet

¥ 2 - u;
MAX * 2 - V_MAX;

feval(func, p(j,:));
= curfeval(j);

% Logga initialvédrden
data(log) = pbestfeval(gbest);

time(log) = 0;

% Huvudloop, avbryts efter en forutbestdmd tid
while log <= nroflogs

% Uppdaterar personbdsta for varje partikel

for j =1 :

N

curfeval(j) = feval(func, p(j,:));

if curfeval(j) < pbestfeval(j)
pbest(j,:) = p(j,:);
pbestfeval(j)

end
end

= curfeval(j);

% Uppdaterar lokalt bdsta partikel for varje partikel

for j =1:

N
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for k=j-1:j+n-1
if curfeval(mod(k,N)+1) < pbestfeval(lbest(j))
lbest(j) = mod(k,N)+1;

end

end

if pbestfeval(gbest) > pbestfeval(j)
gbest = j;

end

end

% Forflytta partiklarna genom tillst&ndsrummet
for j=1:N

% Berdkna ny hastighet for partikel j
for k=1 :D
v(j,k) = W_cur * v(j,k) + C1 * rand * (pbest(j,k)-p(j,k))
+ C2 * rand * (pbest(lbest(j),k)-p(j,k));
if v(j,k) > V_MAX
v(j,k) = V_MAX;
elseif v(j,k) < -V_MAX
v(j,k) = -V_MAX;
end
end

% Berdkna nytt tillst&nd for partikel j
for k=1 :D
p(j,k) = p(j,k) + v(j,k);

if p(j,k) > u
p(j,k) = u;
elseif p(j,k) < -u
p(j.k) = -u;
end
end
end

% Uppdatera forfluten tid
curtime = cputime - starttime;

% Uppdatera troghetsvikt
W_cur = W_start - (W_start - W_stop) / (stoptime / curtime);
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% Logga algoritmens framging

if (stoptime / nroflogs) * log < curtime
data(log + 1) = pbestfeval(gbest);
time(log + 1) = curtime;
log = log + 1;

end
end

assignin(’base’,’data’, data);
assignin(’base’,’time’, time);

A.4 PSO med wheel-topologi

Y
% PSO Algoritm med hjul-topologi (wheel)

h  Av: Mathias Johansson, Mikael Lindberg

%  Datum: 2004-10-10
/A

% Parameterbeskrivning

%  func - Funktion att optimera

h N - Antal partiklar i svdrmen

% D - Antal dimensioner av problemet

h u - Begrinsning av vdrdena pa problemets
h inparameter, for alla x vilka tillhor
% {X1...Xn} hor till intervallet [-u, ul

%»  stoptime - Antal sekunder algoritmen ska exekvera
% nroflogs - Antal logg tillfédllen exkl startvidrde
Y

function PSOwheel(func, N, D, u, stoptime, nroflogs);

% Initiering av startvérden
starttime = cputime;

V_MAX = u * 0.3; % Det samma som 15Y%

W_start = 0.9; % Troghetsvikt att bérja med (Inertia weight)
W_stop = 0.4; % Troghetsvikt att sluta med (Inertia weight)
W_cur = W_start; % Nuvarande troghetsvikt (Inertia weight)

Cl1 = 2; % Accelerationskonstant

C2 = 2; % Accelerationskonstant
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focal = 1; % Satt forsta partikeln till fokalpartikel
log = 1; % Inv: 1 <= log <= nroflogs

% Initierar partiklar och dess hastighet
for i =1: N

for j =1:D
p(i,j) = rand * u * 2 - u;
v(i,j) = rand * V_MAX * 2 - V_MAX;
end
end
pbest = p;
gbest = 1;
for j=1:N
curfeval(j) = feval(func, p(j,:));
pbestfeval(j) = curfeval(j);
end

% Logga initialvirden
data(log) = pbestfeval(gbest);
time(log) = 0;

% Huvudloop, avbryts efter en forutbestdmd tid
while log <= nroflogs

% Uppdaterar personbidsta fér varje partikel
for j=1:N
curfeval(j) = feval(func, p(j,:));
if curfeval(j) < pbestfeval(j)
pbest(j,:) = p(j,:);
pbestfeval(j) = curfeval(j);
end
end

% Uppdaterar globalt b&dsta partikel
for j=1:N
if pbestfeval(gbest) > curfeval(j)
gbest = j;
end
end

% Forflytta partiklarna genom tillst&ndsrummet
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for j=1:N

% Berdkna ny hastighet for partikel j
for k=1 :D
if j == focal
v(j,k) = W_cur * v(j,k) + C1 * rand * (pbest(j,k)-p(j,k))
+ C2 * rand * (pbest(gbest,k)-p(j,k));
else
v(j,k) = W_cur * v(j,k) + C1 * rand * (pbest(j,k)-p(j,k))
+ C2 * rand * (pbest(focal,k)-p(j,k));
end
if v(j,k) > V_MAX
v(j,k) = V_MAX;
elseif v(j,k) < -V_MAX
v(j,k) = -V_MAX;
end
end

% Berdkna nytt tillsténd for partikel j
for k =1 :D

p(,k) = p(j,k) + v(j,k);

if p(j,k) > u

p(j,k) = u;
elseif p(j,k) < -u
p(j,k) = -u;
end
end
end

% Uppdatera forfluten tid
curtime = cputime - starttime;

% Uppdatera trdghetsvikt
W_cur = W_start - (W_start - W_stop) / (stoptime / curtime);

% Logga algoritmens framging

if (stoptime / nroflogs) * log < curtime
data(log + 1) = pbestfeval(gbest);
time(log + 1) = curtime;
log = log + 1;

end
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end

assignin(’base’,’data’, data);
assignin(’base’,’time’, time);

A.5 Gaussian PSO

Y e
% GPSO Algoritm

% Av: Mathias Johansson, Mikael Lindberg

% Datum: 2004-10-10

% ____________________________________________________

% Parameterbeskrivning

%  func - Funktion att optimera

ho N - Antal partiklar i svédrmen

% D - Antal dimensioner av problemet

h u - Begrédnsning av virdena pd problemets
h inparameter, for alla x vilka tillhor
% {X1...Xn} hor till intervallet [-u, ul

%» stoptime - Antal sekunder algoritmen ska exekvera
%» nroflogs - Antal logg tillf&dllen exkl startvidrde
function GPSO(func, N, D, u, stoptime, nroflogs);

% Initiering av startvdrden
starttime = cputime;

Ci1 = 0.4, % Accelerationskonstant
C2 = 0.6; % Accelerationskonstant
log = 1; % Inv: 1 <= log <= nroflogs

% Initierar partiklar och dess hastighet

for i = 1: N
for j=1:D
p(i,j) = rand * u * 2 - u;
end
end
pbest = p;

I
'_\
.-

gbest
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for j=1:N
curfeval(j) =
pbestfeval(j)
end

feval (func, p(j,:));
= curfeval(j);

% Logga initialvirden
data(log) = pbestfeval(gbest);
time(log) = 0;

%» Huvudloop, avbryts efter en forutbestdmd tid
while log <= nroflogs

% Uppdaterar personbdsta for varje partikel
for j=1:N
curfeval(j) = feval(func, p(j,:));
if curfeval(j) < pbestfeval(j)
pbest(j,:) = p(j,:);
pbestfeval(j) = curfeval(j);
end
end

% Uppdaterar globalt b&dsta partikel
for j=1:N
if pbestfeval(gbest) > curfeval(j)
gbest = j;
end
end

% Forflytta partiklarna genom tillst&ndsrummet
for j=1:N

temp = rand;

if j == gbest

dist = 1;
else
dist = sqrt(sum((pbest(j,:)-pbest(gbest,:))."2));
end
if temp > C1
magn = ((1-C2)*dist) * randn(1); % lika med GRand()
else
magn = (C2+dist) * randn(1); % lika med GRand()

end
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% Berdkna ny hastighet for partikel j
for k =1 :D

v(j,k) = magn * rand * 2 * pi;
end

% Flytta partikel j

if temp > C1

p(j,:) = pbest(j,:) + v(j,:);
else

p(j,:) = pbest(gbest,:) + v(j,:);
end

% Kontrollera intervall fér partikel j
for k =1:D
if p(j,k) > u

p(j,k) = u;
elseif p(j,k) < -u

p(j.k) = -u;
end

end
end

% Uppdatera forfluten tid
curtime = cputime - starttime;

% Logga algoritmens framgdng

if (stoptime / nroflogs) * log < curtime
data(log + 1) = pbestfeval(gbest);
time(log + 1) = curtime;
log = log + 1;

end

end

assignin(’base’,’data’, data);
assignin(’base’,’time’, time);



